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Resumen Abstract
En este artículo se presenta un nuevo algoritmo
basado en aprendizaje profundo para la detección
de peatones en el día y en la noche, denominada
multiespectral, enfocado en aplicaciones de seguri-
dad vehicular. La propuesta se basa en YOLO-v5,
y consiste en la construcción de dos subredes que
se enfocan en trabajar sobre las imágenes en color
(RGB) y térmicas (IR), respectivamente. Luego se
fusiona la información, a través, de una subred de
fusión que integra las redes RGB e IR, para llegar
a un detector de peatones. Los experimentos, desti-
nados a verificar la calidad de la propuesta, fueron
desarrollados usando distintas bases de datos públicas
de peatones destinadas a su detección en el día y en
la noche. Los principales resultados en función de la
métrica mAP, estableciendo un IoU en 0.5 son 96.6 %
sobre la base de datos INRIA, 89.2 % sobre CVC09,
90.5 % en LSIFIR, 56 % sobre FLIR-ADAS, 79.8 %
para CVC14, 72.3 % sobre Nightowls y KAIST un
53.3 %.

This paper presents new algorithm based on deep
learning for daytime and nighttime pedestrian de-
tection, named multispectral, focused on vehicular
safety applications. The proposal is based on YOLO-
v5, and consists of the construction of two subnet-
works that focus on working with color (RGB) and
thermal (IR) images, respectively. Then the informa-
tion is merged, through a merging subnetwork that
integrates RGB and IR networks to obtain a pedes-
trian detector. Experiments aimed at verifying the
quality of the proposal were conducted using several
public pedestrian databases for detecting pedestrians
at daytime and nighttime. The main results accord-
ing to the mAP metric, setting an IoU of 0.5 were:
96.6 % on the INRIA database, 89.2 % on CVC09,
90.5 % on LSIFIR, 56 % on FLIR-ADAS, 79.8 % on
CVC14, 72.3 % on Nightowls and 53.3 % on KAIST.

Palabras clave: infrarrojo, color, multiespectral,
peatones, aprendizaje profundo, YOLO-v5
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1. Introducción

En la actualidad, los accidentes de tráfico son un pro-
blema de salud pública a nivel mundial, porque ocasio-
nan un alto número de víctimas y lesionados, costos de
tratamientos médicos, rehabilitación, alteraciones psi-
cológicas, seguros personales y materiales, consumen
recursos que podrían destinarse a otros campos de la
salud [1], donde los peatones están expuestos a un alto
porcentaje de accidentalidad, llegando hasta el 22 %
de los casos [2]. Muchos de estos infortunios pueden
ser evitados, debido a que son generados por la acción
riesgosa, negligente o irresponsable de los conductores
y/o los mismos peatones [3]. En el caso del Ecuador,
los atropellamientos representan más del 10 % de las
defunciones por accidentes de tráfico.

En este escenario, los sistemas de detección de
peatones (SDP) son uno de los componentes tecnológi-
cos más importantes para evitar posibles situaciones
de peligro y reducir los atropellamientos. Por lo tanto,
la detección de peatones es un tema de investigación
activo y desafiante, debido a los retos que se deben
superar al trabajar en ambientes no controlados y con
sensores limitados en la percepción de la escena vial.

En el caso de las condiciones atmosféricas, el ex-
ceso de sol, las lluvias, la niebla o la neblina cambian
las condiciones de iluminación, y para peor, la noche
magnifican estos factores de riesgo debido a la falta
de luz natural [4–6]. Respecto a los peatones, estos
usan diferentes tipos de ropa, en colores variados, cam-
bian la postura del cuerpo y pueden estar en cualquier
posición de la escena vial. En lo que tiene que ver con
la información captada por la cámara, en general, es
incompleta debido al reducido campo de visión del
sensor, la distancia que separa al peatón de la cámara,
disminuye la resolución de la imagen capturada. El
movimiento y la vibración del vehículo generan distor-
sión de la imagen. Además, la geometría de la carretera
incide directamente en la calidad de la información
captada por la cámara [5], [7].

Afortunadamente, hoy por hoy existen bases de
datos públicas, especializadas en la detección de
peatones, en el día, en la noche, en conjunto o por
separado, en el contexto de vehículos inteligentes y
autónomos, que pueden ser usadas para la parte ex-
perimental [8–10].

Así, el principal objetivo de este trabajo es instru-
mentar una nueva arquitectura de aprendizaje pro-
fundo (DL, Deep Learning) basada en YOLO-v5 [4],
[11–15], para obtener un sistema de vanguardia y es-
pecializado en la detección de peatones en la noche
y/o en el día, usando información visual en el rango de
la luz visible y en el infrarrojo, que genere resultados
comparables a los existentes en el estado de la cuestión.

El contenido de este documento está organizado
de la siguiente manera: la sección 2 presenta el es-
tado de la cuestión en el campo de los SDP usando

técnicas DL. A continuación, el apartado 3 describe
la arquitectura del sistema de detección basado en
una nueva arquitectura basada en YOLO-v5 para la
clasificación/detección de peatones en la noche y/o en
el día. El siguiente apartado exhibe los resultados de
la evaluación experimental, desarrollada sobre varias
bases de datos públicas destinada a la implementación
de SDP; en el día y la noche. Finalmente, la última
parte está dedicada a las conclusiones y los trabajos
futuros.

1.1. Estado de la cuestión

Actualmente, las arquitecturas DL están siendo amplia-
mente usadas en la construcción de SDP, cuyo objetivo
es la detección de peatones en escenarios reales de
conducción [4], [6], [12], [15,16]. Para este fin se han
usado cámaras en el rango de la luz visible (imágenes
RGB) y en el infrarrojo, lejano o cercano, (imágenes
IR) para captar la información visual en el día y en la
noche, en conjunto o por separado.

Así, Kim et al. [17] usaron CNN sobre imágenes
nocturnas capturadas con una cámara del espectro
visible. Los experimentos se han desarrollado sobre las
bases de datos KAIST [18] y CVC-14 [10].

Ding et al. [18] pusieron en funcionamiento una ar-
quitectura CNN basada en dos subredes R-FCN, una
red para imágenes en color y otra para térmicas. Las
subredes de gran medida, térmica y en color, se fusio-
nan en la mitad de la arquitectura, de manera similar
para las subredes de pequeña medida. Obteniendo
detecciones por separado para peatones de grande y
pequeña escala, al final de la red se utiliza el algoritmo
de NMS (no máxima supresión) para fusionar los re-
sultados de las dos subredes y obtener una detección
robusta. Con la fusión de los dos canales se disminuye
la tasa de error versus FPPI del 40 % a 34 %, que se
obtiene con los canales por separado. Además, el por-
centaje de pérdidas con R-FCN es del 69 %, mientras
que con Faster-RCNN es del 51 %.

Kïng et al. [5] han instalado una red RPN para de-
tectar personas en el espectro visible y en el infrarrojo;
luego para fusionar la información han utilizado la
técnica Boosted Decision Tree obteniendo una tasa de
error del 29.83 % sobre la base de datos KAIST [19].

Kim et al. [16] combinaron RPN y Boosted Fo-
rest para la detección de peatones sobre las bases de
datos Caltech [20], INRIA [21], ETHZ y KITTI [22];
para mejorar el entrenamiento utilizaron técnicas de
boostrap para llegar a una tasa de error del 9.6 %;
el algoritmo tiene un tiempo de procesamiento de 0.6
segundos por fotograma. Además, comprobaron que
Faster R-CNN no funciona adecuadamente, debido a
que los mapas de características no presentan la su-
ficiente información para detectar peatones a larga
distancia, lo que resulta una desventaja a ser resuelta.
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Zhang et al. [15] desarrollaron una arquitectura
Faster R-CNN en el espectro visible e infrarrojo. Los
resultados experimentales se desarrollaron sobre la
base de datos Caltech [20], y en situaciones nocturnas
sobre una base propia, obteniendo una tasa de error
del 19 % y del 24 %, respectivamente, con un tiempo
de procesamiento de 103 milisegundos (9.7 fps) sobre
imágenes de 640 × 480 píxeles.

Liu et al. [4] emplearon una arquitectura Faster-
RCNN para la detección de peatones en los espectros
visible e infrarrojo, con una tasa de error del 37 %
sobre la base de datos KAIST [19].

Song et al. [11] propusieron una red híbrida basada
en Yolo-v3 llamada MSFFN (multispectral feature fu-
sion network), la cual está compuesta por una estruc-
tura DarkNet-53 y dos subredes MFEV y MFEI, para
imágenes en color e infrarrojo, respectivamente. Los
mapas de características de MFEV se dividen en tres
escalas de (13 × 13), (26 × 26) y (52 × 52), de manera
análoga para MFEI, para ser fusionados en la parte
final de la arquitectura. MSFFN alcanza un mAP de
85.4 %, con respecto al 84.9 % de Faster-RCNN sobre
KAIST [19], otro aspecto sobresaliente es los 56 fps de
MSFFN, contra los 28 fps de Faster-RCNN.

Cao et al. [8] expusieron mejoras en los parámetros
para la detección en YOLO-v3, modificando el tamaño
de cuadrícula a (10 × 10), aplicando Soft-NMS en lugar
de NMS, con un umbral de 0.2 de superposición y, fi-
nalmente, agregando un nuevo mapa de características
de (104 × 104). Los experimentos los realizaron sobre
INRIA [21], obteniendo una precisión del 93.74 % y un
recall de 88.14 %, con una velocidad de procesamiento
9.6 milisegundos por fotograma.

Yu et al. [23] modificaron Faster R-CNN, concate-
nando tres niveles diferentes de VGG16 con las ROI,
luego se los normaliza, escala y dimensiona. Con estos
cambios se obtienen un miss-rate (MR) de 10.31 %
sobre la base de datos INRIA [21].

Zhou et al. [24] propusieron un sistema para mejo-
rar el rendimiento en la detección con oclusión con su
red MSFMN (Mutual-Supervised Feature Modulation
Network), compuesto por dos ramas supervisadas por
anotaciones de cuerpo completo y de partes visibles,
que genera ejemplos de entrenamiento mejor enfocados.
Además, se calcula la semejanza en la pérdida entre
las cajas de cuerpo completo y las partes visibles, per-
mitiendo aprender características más robustas, princi-
palmente para peatones ocluidos. La fusión se realiza
al final multiplicando los dos puntajes de clasificación.
Los experimentos los desarrollaron sobre la base de
datos CityPersons [24] obteniendo un 38.45 % para
una fuerte oclusión.

Por otra parte, Tesema et al. [25] pusieron en mar-
cha una arquitectura híbrida que recibe el nombre de
HCD (SDS-RPN), con un Log-average Miss Rate de
8.62 % sobre Caltech [20]. Por otra parte, Kyrkou [26]
presentó el sistema YOLOPED que se basa en la arqui-

tectura DenseNet. En lugar de FPN, cada resolución
se redimensiona al tamaño del mapa de características
más profundo en la columna, permitiendo combinarlos
mediante una concatenación, la cual es usada en la
detección de cabecera. Finalmente, se implanta una
nueva función de pérdida, combinando las característi-
cas de YoloV2 [27], SSD [28] y lapNet [29].

Evaluando en PETS2009, se obtiene una precisión
del 85.7 %, miss rate del 12 %, con un procesamiento
de 33.3 fps. Wolpert et al. [12] han propuesto combi-
nar imágenes RGB y térmicas, usando Faster R-CNN
sin cajas de anclaje, adaptando la arquitectura CSP-
Net [12] para fusionar las imágenes IR en el final
de la arquitectura, alcanzando un promedio de MS
7.40 % sobre KAIST [19]. Zhou et al. [30] han pre-
sentado la red MBNet (Modality Balance Network),
basada en SSD con un módulo DMAF (Differential
Modality Aware Fusion), el cual fusiona y complementa
la información entre las características RGB y térmi-
cas.

La detección IAFA (Illumination Aware Feature
Alignment) maneja el equilibrio entre las dos modali-
dades en la detección, el desempeño alcanza un miss
rate de 21.1 % y 8.13 % sobre CVC-14 [10] y KAIST
[19] respectivamente. Wang [31] utiliza una arquitec-
tura llamada CSP, compuesta por una parte de ex-
tracción de características basada en Resnet-101 y una
etapa de detección, la cual a su vez es usada para
predecir el centro, escalar y offset. En el cual usan
Batch Normalization (BN), para acelerar el proceso
de entrenamiento y mejorar el desempeño de las CNN.
Otra técnica más reciente es Switch Normalizacion
(SN), la cual emplea un promedio ponderado de la
media y la varianza estadística de la normalización por
bloques.

Para el modelo CSP se comprobó que usando BN
se obtiene 11.29 % MR (miss rate), mientras que, SN
obtiene un 10.91 % MR en la base de datos CityPer-
sons. Escalar adecuadamente las imágenes ayudan a
disminuir la carga computacional y a eliminar ruido,
CSP con SN y una entrada de (1024 × 2048), se tiene
un 11.41 % MR, mientras que, con una entrada de
(640 × 1280), se tiene un MR de 10.80 %. Shopovska
et al. [32] presentaron una arquitectura similar a las
redes generativas adversarias (GAN). Esta red tiene
dos entradas, una RGB y una térmica, dando como sa-
lida una imagen que mantiene los peatones con buena
visibilidad, mientras que, con la información obtenida
de las imágenes térmicas realza el color de los peatones
con mala visibilidad.

Esta imagen es utilizada de entrada para red Faster
RCNN VGG16, con lo cual se obtiene un 52.07 % MR
y 43.25 % MR, para las imágenes del día y la noche,
respectivamente en la base de datos KAIST [19], en
CVC-14 [10] se obtienen un 69.14 % MR y 63.52 % MR,
para imágenes en el día y en la noche, respectivamente.
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2. Materiales y métodos

La Figura 1 muestra el esquema general del sistema
multiespectral propuesto para la detección de peatones.
El sistema toma la información visual, proveniente de
las imágenes en color o térmicas, para alimentar dos
subredes, denominadas RBG e IR, respectivamente.
Luego, la red de fusión concatena las salidas para lo-
calizar peatones en el día y en la noche, de manera
conjunta o por separado. Las subredes están compues-
tas por una arquitectura basada en YOLO-v5 (You
Only Look Once) [11], [26], [33–35].

Figura 1. Esquema general del sistema multiespectral
para la detección de peatones sobre imágenes en color y
térmicas, basado en YOLO-v5

2.1. Descripción de la arquitectura YOLO-v5

YOLO es un acrónimo de «You Only Look Once» [11],
[27], [33–35]. Es un modelo muy popular y de alto
rendimiento en el campo de detección de objetos, es
considerado como la tecnología de punta en detec-
ciones en tiempo real (FPS). YOLO-v5 es la quinta
generación de los detectores de una sola etapa [36].
YOLO-v5 está implementado en Pytorch. La Tabla 1
muestra la composición de las capas personalizadas
que describen la arquitectura, en función de las capas
base de Pytorch.

En la Tabla 1, la sigla SF es un acrónimo para
Scale Factor, por otra parte, el símbolo #s representa
parámetros variables que se manejan de acuerdo con
los valores establecidos en la columna de parámetros
de la Tabla 2, estos definen principalmente el tamaño
del Kernel, Stride, Padding y Canales.

Finalmente, el símbolo – representa que no recibe
ningún parámetro.

La Figura 2 muestra la arquitectura YOLO-v5,
que constituyen las subredes IR y RGB; con las capas
mencionadas en la Tabla 1.

Tabla 1. Composición de las capas personalizadas imple-
mentadas en YOLO-v5 [36]

Nombre Composición Parámetros
Kernel Stride Canales

Conv
conv2d # # #

BatchNom2d - - -
Hardwish - - -

Focus
Conv 3 × 3 1 32
concat - - -

BottleNeckCSP

Conv 3 × 3 1 #
Conv 3 × 3 1 #
Conv 3 × 3 1 #

conv2d 3 × 3 1 #
conv2d 3 × 3 1 #
concat - - -

BatchNom2d - - -
LeakyRelu - - -

Conv 3 × 3 1 #

SPP

Conv 3 × 3 1 512
- Kernel Stride Padding

Maxpool2d 5 × 5 1 2
Maxpool2d 9 × 9 1 4
Maxpool2d 13 × 13 1 6

concat - - -
Conv 3 × 3 1 512

Upsample nn.Upsample Size SF Mode
none 2 nearest

2.2. Arquitectura propuesta

La arquitectura propuesta se enfoca en crear un sis-
tema capaz de fusionar dos subredes que trabajan con
imágenes RGB e IR, respectivamente. La red de fusión
concatena las capas 17 y 40 (peatones pequeños), y las
capas 20 y 43 (peatones grandes), descritos en la Tabla
2, para localizar peatones en el día y en la noche, de
manera conjunta o por separado.

La Tabla 2 muestra las capas específicas que com-
ponen cada una de las subredes; cada capa cuenta con
un identificador (id), el cual se utiliza en proceden-
cia para identificar a qué capas están conectadas. La
procedencia –1 indica que es una conexión a la capa
anterior; el número indica la cantidad de veces que se
repite la capa, por último, en parámetros se indica los
argumentos que recibe cada capa.

Las capas que contienen los mapas de caracterís-
ticas de las redes RGB e IR están concatenadas para
la fusión de la información, a través, de una capa Bot-
tleneckCSP. Esta información combinada es la que se
envía a la capa de detección para la generación de los
cuadros delimitadores y la predicción de clase.
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Tabla 2. Distribución y conexiones de subredes que conforman la arquitectura del sistema para la detección de peatones
en el día y la noche, basado YOLO-v5 [36]

Red Id Procedencia Número Módulo Parámetros

RGB

0 –1 1 Focus [32,3]
1 –1 1 Conv [64,3,2]
2 –1 3 BottleneckCSP [64]
3 –1 1 Conv [128,3,2]
4 –1 9 BottleneckCSP [128]
5 –1 1 Conv [256,3,2]
6 –1 9 BottleneckCSP [256]
7 –1 1 Conv [512,3,2]
8 –1 1 SPP [512,[5,9,13]]
9 –1 3 BottleneckCSP [512,False]
10 –1 1 Conv [1]
11 –1 1 Upsample [256,False]
12 [–1,6] 1 concat [1]
13 –1 3 BottleneckCSP [256,False]
14 –1 1 Conv [128,1,1]
15 –1 1 Upsample [None,2,Nearest]
16 [–1,4] 1 concat [1]
17 –1 3 BottleneckCSP [128,False]
18 –1 1 Conv [128,3,2]
19 [–1,14] 1 concat [1]
20 –1 3 BottleneckCSP [256,False]
21 –1 1 Conv [256,3,2]
22 [–1,10] 1 concat [1]
23 –1 3 BottleneckCSP [512,False]

IR

24 0 1 Conv [64,3,2]
25 –1 3 BottleneckCSP [64]
26 –1 1 Conv [128,3,2]
27 –1 9 BottleneckCSP [128]
28 –1 1 Conv [256,3,2]
29 –1 9 BottleneckCSP [256]
30 –1 1 Conv [512,3,2]
31 –1 1 SPP [512,[5,9,13]]
32 –1 3 BottleneckCSP [512,False]
33 –1 1 Conv [1]
34 –1 1 Upsample [256,False]
35 [–1,29] 1 concat [1]
36 –1 3 BottleneckCSP [256,False]
37 –1 1 Conv [128,1,1]
38 –1 1 Upsample [None,2,Nearest]
39 [–1,27] 1 concat [1]
40 –1 3 BottleneckCSP [128,False]
41 –1 1 Conv [128,3,2]
42 [–1,37] 1 concat [1]
43 –1 3 BottleneckCSP [256,False]
44 –1 1 Conv [256,3,2]
45 [–1,33] 1 concat [1]
46 –1 3 BottleneckCSP [512,False]

Fusión

47 [17,40] 1 concat [1]
48 –1 3 BottleneckCSP [128,False]
49 [20,43] 1 concat [1]
50 –1 3 BottleneckCSP [256,False]
51 [23,46] 1 concat [1]
52 –1 3 BottleneckCSP [512,False]

Detect 53 [48,50,52] 3 Detect [1, anchors]
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Figura 2. Representación gráfica de la arquitectura YOLO-v5

3. Resultados y discusión

Para llegar al modelo propuesto se han desarrollado
múltiples experimentos, usando bases de datos de re-
ferencia en el estado de la cuestión y, las métricas
estándar de evaluación destinados a la detección de
objetos.

3.1. Descripción de las bases de datos

Las bases de datos públicas de peatones, en los espec-
tros visible e infrarrojo, son INRIA [21], CVC 09 [9],
CVC-14 [10], LSI Far Infrared Pedestrian Dataset (LSI-
FIR) [37], FLIR-ADAS [38], Nightowls [39] y KAIST
[19].

Estas bases de datos fueron elegidas porque están
especializadas en aplicaciones vehiculares durante el
día y la noche, e incluyen la etiquetación de la región
verdadera, Bgt, donde se localizan efectivamente los
peatones.

• INRIA [21]. La base de datos pública INRIA
es una de las más utilizadas en detección de
peatones. Cuenta con un conjunto de imágenes
divididas en «train» y «test»; la carpeta «train»
contiene 614 imágenes para el entrenamiento
mientras que, la carpeta «test» incluye 288 imá-
genes para test. En la Tabla 3 se muestra el
contenido.

Tabla 3. Contenido de la base de datos INRIA

Detección
Entrenamiento 614(614)a

Prueba 288(288)
.a El valor entre paréntesis repre-
senta el número de fotogramas
que contienen peatones.

• CVC-09 [9]. Estas son las bases de datos más
utilizadas para la detección de peatones en la
noche y en el día, respectivamente. En este caso
se la usó para el entrenamiento, y posteriormente
para la validación. En la Tabla 4 se describen los
conjuntos de entrenamiento y de prueba. Esta
base de datos viene etiquetada con los peatones
presentes en la escena, Bgt.

Tabla 4. Contenido de la base de datos CVC-09 durante
la noche

Positivos Negativos
Entrenamiento 2200 1002

Prueba 2284 -

• LSIFIR [37]. Es otra base de datos importante
para el desarrollo de algoritmos de detección de
peatones en la noche. En la Tabla 5 se describen
los conjuntos de entrenamiento y de prueba, con
sus respectivos tamaños. En este caso al igual
que CVC09 se la usó para el entrenamiento, va-
lidación y prueba de la propuesta.

Tabla 5. Contenido de la base de datos LSI FIR

Clasificación Detección
Entrenamiento 43 391(10 209)a 2936(3225)

Prueba 22 051(5945) 5788(3279)
.a El valor entre paréntesis representa el número
de fotogramas que contienen peatones.
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• FLIR-ADAS [38]. Esta base cuenta con imá-
genes térmicas para el desarrollo sistemas de
conducción autónoma. El objetivo de estas imá-
genes es ayudar al desarrollo de sistemas más
seguros, que, combinados con imágenes en color,
información de sensores LIDAR, se pueda crear
un sistema robusto para la detección de peatones.
Con unas 8862 imágenes para el entrenamiento
y 5838 para el test, ver Tabla 6.

Tabla 6. Contenido de la base de datos FLIR-ADAS

Detección
Entrenamiento 8862(5838)a

Prueba 1366(1206)

.a El valor entre paréntesis representa el número
de fotogramas que contienen peatones.

• CVC-14 [10]. Está compuesta por dos secuen-
cias de imágenes térmicas tomadas durante el
día y la noche. Con más de 6000 imágenes para
el entrenamiento y 700 para validación.

• Nightowls [39]. Se enfoca en la detección de
peatones en la noche. Las imágenes son cap-
turadas con una cámara estándar, con una re-
solución de 1024 × 640. Las secuencias fueron
capturadas en tres países, bajo todas las condi-
ciones climáticas y en todas las estaciones, para
obtener una mayor variabilidad de escenas.

• KAIST [19]. Base de datos multiespectral
que cuenta con un conjunto de imágenes de
640 × 480, tomadas por dos cámaras una tér-
mica y otra en color con una frecuencia de 20
Hz. Tomadas durante el día y la noche para
considerar distintas condiciones de iluminación.
Existen la misma cantidad de imágenes térmicas
y en color con un total de 100 368 imágenes para
entrenamiento y 90 280 para el test, ver Tabla 7.

Tabla 7. Contenido de la base de datos KAIST

Detección
Color Térmica

Entrenamiento 50 184(#)a 50 184(#)
Prueba 45 140(#) 45 184(#)

.a El valor entre paréntesis representa el número
de fotogramas que contienen peatones.

3.2. Métricas de evaluación

Para la evaluación se seguirán los siguientes protocolos:

• Curva P-R (Precision-Recall). La precisión (Pres)
es la fracción de casos relevantes entre los casos
recuperados. El recall (Rec) es la fracción de
casos relevantes que se han recuperado sobre la
cantidad total de casos relevantes. Las ecuaciones
para estos casos son las siguientes:

Pres = TP

TP + FP
(1)

Rec = TP

TP + FN
(2)

• AP (Average Precision). Este índice fue pro-
puesto para el desafío VOC2007 [40] para evaluar
el desempeño de detectores, y está relacionado
con el área bajo la curva, de la curva P-R, de
una clase. El mAP que es un promedio de los
AP de todas las clases.

Para estimar las métricas se necesita un índice que
permita identificar una correcta predicción, en este
caso es IoU (Intersection-over-Union). IoU determina
la relación entre las regiones que corresponden a los
verdaderos positivos (TP) y falsos positivos (FP), me-
diante (3).

IoU = Area(Bdet ∩ Bgt

Area(Bdet ∪ Bgt
(3)

Donde Bgt es la ROI verdadera y Bdet es la ROI
detectada. En este caso, se tiene un TP si el valor de
IoU mayor a 0.5, caso contrario es un FP. Con estos
valores se puede evaluar las ecuaciones (1) y (2).

3.3. Detalles de la implementación

La arquitectura propuesta cuenta con cuatro partes
principales que son las subredes IR y RGB, el bloque
de fusión de características y el bloque de detección.
El entrenamiento de la arquitectura contara con una
etapa de entrenamiento de ajuste fuerte y una etapa
de entrenamiento de ajuste fino. Para el entrenamiento
de ajuste fuerte se utiliza el algoritmo de optimización
SGD (stochastic gradient descent) y una tasa de apren-
dizaje (LR, Learning rate) de 0.01, esta técnica evita
quedarse estancado en un mínimo relativo de la función
de optimización, y se fijan 100 épocas para el entre-
namiento de la arquitectura completa con las imágenes
RGB. A continuación, se congelan los pesos corres-
pondientes a la subred RGB, para fijar 100 épocas de
entrenamiento a la arquitectura con las imágenes IR.

Finalmente, para concluir con la etapa de ajuste
fuerte congelaremos los pesos correspondientes a las
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subredes IR y RGB, entrenaremos 50 épocas las capas
de fusión con las imágenes IR y RGB combinadas en
partes iguales para evitar que las capas de fusión sean
segadas por las características de las imágenes IR o
RGB.

En la etapa de ajuste fino se modifica LR a 0.0001,
se congelan todos los pesos de la arquitectura excepto
los correspondientes a la subred RGB, luego se entre-
nan 50 épocas con las imágenes RGB, consecuente-
mente se congelan todos los pesos excepto los de la
subred IR y entrenamos 50 épocas con imágenes IR.
Como último paso se congelan todos los pesos excepto
los de la capa de fusión y se realiza un entrenamiento
de 25 épocas con las imágenes IR y RGB en partes
iguales.

Al momento, este procedimiento fue aplicado a cada
una de las bases de datos anotadas en este trabajo.

3.4. Resultados

En la Tabla 8 se presenta el desempeño del método
de detección, al ser evaluado con varias métricas sobre
las bases de datos elegidas.

En todos los casos, el tiempo de procesamiento fue
de 29.8 milisegundos.

A continuación, en la Figura 3 se exhiben los grá-
ficos de las curvas P-R de la arquitectura propuesta
sobre cada una de las bases de datos elegidas. A partir
de la Tabla 8 y la Figura 3 se puede concluir que el
mejor desempeño se realiza sobre INRIA [21], seguido
de CVC09 [9] y LSIFIR [37].

Figura 3. Gráficas de las curvas P-R sobre las distintas bases de datos de peatones

Tabla 8. Evaluación de la arquitectura Yolo-v5 [40], sobre varias bases de datos públicas en el espectro visible e
infrarrojo. LAMS es un acrónimo para Log Average Miss Rate

INRIA CVC09 LSIFIR FLIR-ADAS CVC14 Nightowls KAIST
mAP@50 96.6 89.2 90.5 56 79.8 72.3 53.3
Precisión 69.8 67.4 89.2 72.1 86.4 80.7 52.5

Recall 90 89 83.4 40.1 61.6 64.6 53.7
LAMS 6 20 17 69 36 36 67
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4. Conclusiones

En este trabajo se ha presentado un sistema para la
detección de peatones en el día y en la noche usando
modernas técnicas de procesamiento de imágenes y
aprendizaje profundo, donde desarrolló una nueva ar-
quitectura DL basada en YOLO-v5, con DenseNet,
para la detección de peatones en el día y en la noche
usando imágenes en el espectro visible y en el infrarrojo
lejano, cuyo mAP es de 96.6 % para el caso INRIA,
89.2 % sobre CVC09, 90.5 % en LSIFIR, 56 % so-
bre FLIR-ADAS, 79.8 % para CVC14, 72.3 % sobre
Nightowls y 53.3 % para KAIST.

Como trabajo futuro se plantea perfeccionar la ar-
quitectura propuesta y probarla sobre las bases de
datos más relevantes en este campo del conocimiento.
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