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DISENO INVERSO DE UNA REJILLA DE FIBRA
OPTICA DE BRAGG UNIFORME MEDIANTE
REDES NEURONALES

INVERSE DESIGN OF A UNIFORM BRAGG FIBER
OPTIC GRATING USING NEURAL NETWORKS

Victor Yumisaca

Resumen

FEl disenio de dispositivos foténicos es un reto debido a
su complejidad mateméatica, mas atin cuando se desea
realizar disenos inversos. En este articulo se propone
el disenio inverso de una FBG uniforme con baja carga
computacional mediante el entrenamiento de una red
neuronal Feed Forward a través de sus espectros y
predecir su longitud e indice de modulacién. Los
resultados muestran que con una sola capa oculta
de 80 neuronas, un conjunto de 1000 espectros y la
funcién de entrenamiento Fletcher-Powell Conjugate
Gradient se consigue predecir correctamente hasta el
99.5% de las muestras.

Palabras clave: Red Neuronal, FBG, FFNN, Diseno
Inverso.

, Milton Tipén 2

Abstract

The design of photonic devices is challenging due to
it is mathematical complexity, even more so when
inverse designs are desired. This article proposes the
inverse design of a uniform FBG with low computa-
tional load by training a Feed Forward neural network
through their spectrums and predict their length and
modulation index. The results show that with a single
hidden layer of 80 neurons, a set of 1000 spectrums
and the Fletcher-Powell Conjugate Gradient training
function, it is able to correctly predict up to 99.5%
of the samples.

Keywords: Neural Network, FBG, FFNN, Inverse
Design.
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2 Carrera de Telecomunicaciones, Universidad Politécnica Salesiana, Quito, Ecuador, e-mail: mtipans@ups.edu.ec



1. Introduccién

Las rejillas de fibra de Bragg (Fiber Bragg Grat-
ing, FBG) son componentes Opticos claves para de-
teccién de variables fisicas y en comunicaciones 6p-
ticas, tradicionalmente las FBG son utilizadas como
sensores de tensién, presién y temperatura [1]. El fun-
cionamiento adecuado de las FBG, depende de sus
parametros fisicos como son los indices de refraccién
del ntcleo y el revestimiento, longitud de rejilla, el peri-
odo de la rejilla, mismos que influyen en el rendimiento
del dispositivo. Estas se fabrican usando luz ultravi-
oleta para generar el cambio periédico del indice de
refraccion del nticleo en la parte de su exposicién y
por lo tanto, varia su indice de refraccién efectiva asi
como su indice de modulacién, que dan la frecuencia de
trabajo del dispositivo, convirtiéndose en parametros
importantes en el diseflo de la FBG [2] [3].

El disefio de estos dispositivos 6pticos, ha sido
realizado mediante la teorfa de modo acoplado (Cou-
pled Mode Teory,CMT), la cual asume la componente
transversal del campo eléctrico como una superposi-
cién de los modos de guia de onda sin perturbacion, la
misma que decanta en un sistema de ecuaciones difer-
enciales acopladas y su solucién entrega el espectro
optico del dispositivo cuyas caracteristicas espectrales
deben cumplir ciertos requisitos segin la aplicacién,
asi en sistemas de multiplexacién por longitud de onda
(Wavelength Divisién Multiplexing, WDM) sus l6bulos
laterales deben ser pequenios y la reflectividad debe ser
méxima a la longitud de onda de trabajo. Esto implica
el encontrar los pardmetros fisicos y épticos que cum-
plan estos requisitos, mismos que se logran mediante
un diseno inverso, el cual se vuelve mas complejo a
medida que se desean incorporar mayores restricciones
espectrales, debido a su complejidad matemética [4] [5].

Por otro lado, uno de los componentes de los
métodos de aprendizaje profundo (Deep Learning,DL),
las redes neuronales artificiales (Red Neural Artifi-
cial,RNA), aprenden caracteristicas de los datos de
entrada sin procesar funciones o sistemas de ecuacio-
nes matematicas complejas, mediante un proceso de
entrenamiento. En los tltimos anos, los investigadores
se han dedicado a implantar esta 1til herramienta en
el campo de la Optica y la fotdmica, teniendo gran
efectividad en problemas de clasificacion modal y op-
timizacién de estructuras foténicas [6]. Las RNA le
han dado un nuevo enfoque a la resoluciéon de pro-
blemas relacionados con la foténica, siendo esta una
herramienta 1til para resolver problemas de diseno in-
verso. Segun [7] las redes de disefio inverso pueden ser
utilizadas con respuestas electromagnéticas (espectros
de transmisién) como pardmetro de entrada y devolver
parametros estructurales del componente 6ptico, esto
con una gran serie de entrenamientos a la red facili-
tando enormemente el disefio de las mismas.

El presente trabajo presenta el entrenamiento de una

red neuronal para el disefio inverso de una FBG uni-
forme, partiendo de un espectro deseado, para encon-
trar sus parametros fisicos y 6pticos como su longitud
y el indice de modulacion respectivamente.

2. Materiales y Métodos

2.1. Caracteristicas de la rejilla de Bragg uni-
forme

La rejilla de fibra de Bragg (FBG) es una estructura
de muy corta longitud que puede producir una per-
turbacion periddica hacia el indice de refraccion y con
ello foto-inducirse en el niicleo de la fibra. Su principal
ventaja es su baja perdida por insercién y su compat-
ibilidad con varios sistemas de fibra [8] [9]. En una
FBG uniforme el periodo es constante a lo largo de
toda la estructura de la fibra como se observa en la
ecuacion 1, donde la longitud de onda depende de la
periodicidad y el indice de refraccién del nicleo [5].

AB = 2N A (1)

Donde Ap es la longitud de onda de Bragg, Ny
es el indice de refraccién del niucleo y A es el periodo
de la estructura. Con la teoria CMT, se puede modelar
con precisién las propiedades 6pticas de las FBG y
es posible obtener informacién cuantitativa sobre la
eficiencia de difraccién y dependencia espectral de las
FBG. Segin [9] el modelo CMT consta de ecuaciones
diferenciales expresadas en el sistema de ecuaciones 2
que se pueden resolver analiticamente.

= jgu(z) + jro(2)
(2)
v = —jov(z) — jru(z)

Donde las amplitudes u y v son wu(z) =
A(2)eap(idz — 6/2) v v(=) = B(z)eap(=idz + 6/2),
A(z) y B(z) son variaciones de amplitud que viajan en
direccién +2z y —z respectivamente, k es el coeficiente
de acoplamiento “ac” & es un coeficiente general de
auto acoplamiento “dc” y es definida en la ecuacién 3.

6=60+0— %

3)

1
2

§ =21Nesr A% — x5) (4)

Donde § es el desajuste de frecuencia de luz o de-
tuning, Ap es la longitud de onda de disefio.

o es el coeficiente de auto acoplamiento “dc”
(promedio del periodo). Para una rejilla de Bragg
monomodo y se expresa matemdaticamente como en la
ecuacion 5.

0 = 2Zg[0nge(z) + Conac(z)] (5)



Yumisaca y Tipan. / Disetio inverso de una rejilla de fibra éptica de bragg uniforme mediante redes

neuronales

Donde g es la integral de superposicion del modo
guiado en la regién de fotosensibilidad, dn,. repre-
senta la distribucién del cambio de indice debido a la
apodizacién, dng. es el cambio del indice "dc" sobre la
longitud de la rejilla y la constante C es un pardmetro
que explica el cambio adicional inducido por UV del
indice promedio a lo largo de la fibra.

(6)

Donde « es el coeficiente de acoplamiento “ac”,
dnge representa la distribucién del cambio de indice
debido a la apodizacién y g es la integral de superposi-
cién del modo guiado en la regiéon de fotosensibilidad
la cual se aproxima a 1 en fibras monomodo y se la
puede describir como indica la ecuacién 7.

k= 5g0nqac(2)

g = Anfl - (")

Donde V es la frecuencia normalizada y An es la
amplitud de la perturbacién del indice de refraccién
inducida [10].

Como la rejilla de Bragg es uniforme, la ecuacién 3
se convierte en ecuacion diferencial ordinaria de primer
orden con coeficientes constantes. Por lo que se de-
muestra que la amplitud y los coeficientes de reflexién
de potencia p = v(0)/u(0) y 7 = |p|? respectivamente
se muestra en las ecuaciones 8 y 9 [5] [11] [12].

v

. 7msinh(\/ﬁ27&2L)
p= &sinh( 52—6‘2L)+i\/n2—6’2cosh(\/n2—&2L)

(8)

_ sinhQ(\/nzfz?QL)
B coshQ(\/mzfo“QL)fZ—;

(9)

Donde L es la longitud de la FBG uniforme.

2.2. Configuracién de la simulacién numérica
de la FBG uniforme

La FBG se consideré realizada sobre una fibra
monomodo de Corning SMF-28 como en [13], sus pa-
rametros se resumen en la Tabla 1.

Tabla 1. Pardmetros fibra SMF-28.

Pardmetros Valor

Radio del nicleo. (pum) 4,1
Indice de refraccién del nicleo. 1,4623
Indice de refraccién del revestimiento.  1,4570

Una longitud de onda de 1550 (nm) y la franja
de visibilidad con el valor de 1 se eligié similar a [14].
Segun la formulacién matematica se observa que los
parametros de longitud e indice de modulacién son
los que mas influyen en el espectro de respuesta, por
lo que se varian segtin la Tabla 2, cuyos valores se
tomaron para que coincidan con FBGs construidas
comercialmente [15] [16].

Tabla 2. Pardmetros variables para simulacién del algo-
ritmo FBG uniforme.

Valor

0.01 - 0.3 (Pasos de 0.0015)
5x107% - 5x 107" (Pasos de 5 x 107°)

Pardmetros

Longitud de rejilla. (m)
Indice de modulacién

El espectro de la FBG fue obtenido mediante simu-
lacion numérica en Matlab R2021b y tiene una resolu-
cién de 500 puntos correspondientes a la amplitud del
mismo en el rango de 1549.8nm a 1550.2nm. Ademas,
se simularon 200 longitudes para 10 indices de modu-
lacién distintos, teniendo un total de 2000 espectros,
mismo que fueron nuestra base de datos para entrenar
la red neuronal.

FBG Uniforme 0.1 m

091 FBG Uniforme 0.3 m

081

0.7

Amplitud
o
(5]

L o\ | Ny

0 R L
1549.92 1549.94 1549.96 1549.98 1550 1550.02 1550.04 1550.06 1550.08
Longitud de Onda/nm

Figura 1. Espectros de FBG uniforme con indice de mod-
ulacién 1 x 1075 y longitudes de 0.1m y 0.3m.

En la Figura 1 al hacer un acercamiento hacia el
espectro se observa la variaciéon que producen distintas
longitudes de rejilla en el espectro éptico.

2.3. Configuraciéon de la Red Neuronal

Las RNA son una de las ramas més populares de la
inteligencia artificial, y muy 1til para la clasificacion,
agrupacion, reconocimiento de patrones y prediccion en
diversas disciplinas [17]. Una de las RNA mas utilizadas
es la Red Neuronal Feed Forward (Feed-Forward Neu-
ral Network,FFNN), en la que cada neurona de una
capa se conecta con todas las neuronas de la siguiente
capa. Estas conexiones tienen un peso diferente y lle-
gan a medir el conocimiento de la red. El proceso de
transmisién de la informacién en este tipo de red ac-
tia en una sola direccién, es decir, desde los nodos de
entrada a los nodos ocultos y posteriormente a los no-
dos de salida ,cada modelo de neurona artificial posee
suma ponderada y esta es combinada con la siguiente
mediante una funcién de activacién, las funciones maés
utilizadas comdinmente son las funciones tangentes,
hiperbdlicas y sigmoideas [18] [19] [20].



En la Figura 2 se indica la estructura ilustrativa de
la RNA la cual consta de 500 neuronas en la capa en-
trada que corresponden a los 500 puntos que contiene
el espectro de transmisién de la FBG uniforme, poste-
rior se encuentra una capa oculta de 80 neuronas que
en conjunto con la funcién de activaciéon permite que
cada neurona aprenda ciertos valores que se descono-
cen para que la red logre predecir, todo esto mediante
la interconexién con la capa de entrada y salida. Al
final de la RNA se encuentra la capa de salida en este
caso con 2 neuronas que representan los pardmetros
correspondientes a la longitud de rejilla y el indice de
modulacion.

N

Espectro

Capa de Salida 2 Neuronas

Longitud de rejilla indice de modulacién

Figura 2. Ilustracién de la estructura de la RNA.

El rendimiento de una RNA es evaluado en este
caso con el error cuadratico medio (Mean Square
Error,MSE), el cual calcula la diferencia cuadratica
promedio entre los datos de entrada y los de salida [21].
La simulacién fue realizada mediante el software Mat-
lab @R2021b, mediante el toolbox para redes neu-
ronales con las caracteristicas indicadas en la Tabla
3.

Tabla 3. Pardmetros de configuracién de la red neuronal.

Pardmetros Valor
Numero de capas ocultas. 1
Nuamero de neuronas en la capa oculta. 80
Méximo errores de validacién. 200
Numero méximo de épocas. 2000
Error maximo permitido. 1x107%

Porcentaje de datos para entrenamiento.  80%
Porcentaje de datos para validacién. 10%

Porcentaje de datos para pruebas. 10%

Las funciones de activacion escogidas fueron tan-
sig (Hyperbolic tangent sigmoid transfer function) y
purelin (Linear transfer function), para la capa oculta
y la de salida respectivamente, ya que han demostrado
excelentes resultados para prediccion de datos en pocas
capas ocultas [22] [23].

3. Resultados y Discusion

Para caracterizar la red neuronal se utilizaron ocho
funciones de entrenamiento y cuatro distintos conjun-
tos de datos correspondientes a 500, 1000, 1500 y 2000
espectros. Con esta caracterizacién se busca conocer
cual sera el comportamiento de la red en cada situacion.
La Tabla 4 muestra error MSE para cada funcién de
entrenamiento y conjunto de datos.

Tabla 4. Caracterizacién de la funcién de entrenamiento.

L, 500 1000 1500 2000

Funcién i )

espectros  espectros  espectros  espectros
trainscg’”  0.00038608  0.00070765 0.00089378  0.0049248
’traincgb’ 0.0007626 0.0015857 0.0031551 0.0030252
’traincgf’ 0.0012973  0.00017923  0.0067544  0.0021503
traincgp”  0.0011268  0.00092863  0.0013503  0.0032831
’trainoss’ 0.00058986 0.011325 0.0028463 0.01591
traingdx’ 0.0078883 0.014724 0.010046 0.019745
traingdm’ 0.005779 0.014728 0.01836 0.039498
’traingd’ 0.002207 0.009667 0.015748 0.022521

La funcién de entrenamiento con el mejor desem-
peno es traincgf (Fletcher-Powell Conjugate Gradient),
cuyo MSE fue de 1.7923 x 10~ y con un conjunto de
datos de 1000 espectros, esto permitié obtener pardme-
tros para no sobre entrenar la red neuronal. Entonces,
se eligieron 1000 espectros aleatorios del conjuntos
de datos global para entrenar la RNA, la cual segin
la Tabla 4 tiene un buen equilibrio entre la cantidad
de conjunto de datos y el tipo de funciéon de entre-
namiento. Un MSE de 1.7923 x 10~ en la época 1998
fue obtenido como se muestra en la Figura 3, lo que
indica que la RNA va aprendiendo de una manera
rapida a las pocas épocas, mientras que la validacién
y prueba permanece estable.

,_.
<>

= Entrenamiento
Validacion
Prueba

Mejor

,_.
Q
N

Error Cuadratico Medio (MSE)
;!

106& L L L L L L L L L i
0 200 400 600 800 1000 1200 1400 1600 1800 2000

2000 Iteraciones

Figura 3. Desempefio durante el entrenamiento de la

RNA.



Yumisaca y Tipan. / Disetio inverso de una rejilla de fibra dptica de bragg uniforme mediante redes

neuronales
R=0.99996 Validacién: R=0.99888
81 §1
S O Datos S O Datos
P=] Ajuste c.> Ajuste
S o8 Y=T 708 Y=T
9 °
>
06 % 0.6
2 2,
) 3
504 04
" "
! 1
goz2 go2
& K
[
0 @ 0
0 02 04 06 08 1 0 02 04 06 08 1
Objetivo Objetivo
o Prueba: R=0.99915 Global: R=0.99977
L1 {1
g O  Datos =3 O Datos
Ajuste ] Ajuste
tos Y=T Sos Y=T
2 °
° >
206 £ 06
o
o =
& [}
0.4 504
o
y [ " 0,
0.2 0.2
<
b= [o) =2 Q
8 &
[ 0] 0
0 02 04 06 08 1 0 02 04 06 08 1
Objetivo Objetivo

Figura 4. Correlacion entre los valores esperados y predi-
chos por la RNA del tipo FFNN.

En la Figura 4 muestra los coeficientes de cor-
relacién de Pearson R, donde se observa una alta cor-
relacion entre los valores predichos por la RNA para
el entrenamiento, validacién y prueba. Esto determina
un buen desempeiio de la RNA tal como se observa en
el ajuste global con un valor de 0.99977 muy cercano
al.

Matriz de Confusién

Clase de Salida

1 2
Clase Objetivo

Figura 5. Matriz de confusién de la RNA del tipo FFNN.

Para encontrar la exactitud y precision del modelo
se obtuvo la matriz de confusién, misma que se observa
en la Figura 5. Segun estd, la RNA predice correcta-
mente la longitud de rejilla y el indice de modulacién

en 99.5%, y clasifica las longitudes y el indice de modu-
lacién de la FBG en un 99.3% y 99.7% respectivamente,
con lo cual el modelo tiene una adecuada confiabilidad
para estd aplicacién.

Para corroborar el funcionamiento de la RNA en-
trenada se realizaron dos predicciones, una en la que
busca predecir los parametros que se encuentran den-
tro del rango de los datos de entrenamiento (P1) y otra
fuera de este (P2). Para ello se generaron dos FBG
con valores referenciales indicados en la Tabla 5 como
valor ideal, sus espectros fueron obtenidos y usados
como entrada a la RNA para predecir su longitud e
indice de modulacién, en base de ello se obtuvo el
error relativo, para su comparacién. Los resultados de
la prediccién muestran que los valores predichos para
P2 tienen un incremento en el error de 13 veces con
respecto a P1 para la longitud de la FBG y una dismi-
nucién del doble con respecto al indice de modulacion
aproximadamente. Lo anterior se debe al hecho que
la RNA ha aprendido a predecir y clasificar de mejor
manera dentro del rango de datos.

Simulaciéon CMT
Prediccién RNA

A

0
1549.96 1549.97 1549.98 1549.99 1550 1550.01 1550.02 1550.03 1550.04
Longitud de Onda/nm

(a) Prueba 1.

1
0.9
081
0.7
06
03
02
011
I |

0
1549.94 154996 1549.98 1550  1550.02 1550.04
Longitud de Onda/nm

(b) Prueba 2.

0.8

0.7 |

Amplitud
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Simulacion CMT
Prediccién RNA

Amplitud
o
o

=]
IS
T

YAV -t
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Figura 6. Espectro predicho por la RNA. (a) dentro del
rango de datos, (b) fuera del rango de datos.



Tabla 5. Resultados de las predicciones de las pruebas.

Pardametros Valor ideal  Valor predicho  Error
Longitud de rejilla(P1). 0.27 0.2591 4.03%
Indice de modulacién(P1). 5.1x107% 51261 x 10  0.5123%
Longitud de rejilla(P2). 0.4 0.1747 56.32%
Indice de modulacién(P2). 2.8 x10™°  2.80616 x 10™°  0.22%

La Figura 6a muestran los espectros correspon-
diente a la prediccién P1, se observa que tiene un
excelente ajuste con el espectro de simulacién, mien-
tras que la muestra de los espectros de la prediccién P2
no se ajusta adecuadamente al espectro de simulaciéon
ya que tiene un mayor error en la prediccién, como se
observa en Figura 6b. Sin embargo, sigue las caracteris-
ticas principales del mismo, incluso el desplazamiento
producido en la longitud onda por el incremento del
indice de modulacién, esto indica que el modelo ha
sido entrenado correctamente.

4. Conclusiones

La aplicacién de una RNA del tipo FFNN para predic-
cién de ciertas caracteristicas de una FBG uniforme
mediante disefio inverso ha sido verificada mediante el
entrenamiento con mil espectros para predecir su lon-
gitud y su indice de modulacién. El mejor desempefio
se obtuvo con una capa de entrada de 500 neuronas,
una oculta de 80 neuronas y una de salida de 2 neu-
ronas con funciones de activaciéon de tansig y purelin
y entrenamiento traincgf. Errores en el orden del 0.2%
fueron conseguidos dentro del conjuntos de datos de
entrenamiento. Los resultados abren la posibilidad del
uso de redes no profundas para el diseno inverso en
dispositivos 6pticos complejos con alta tolerancia y
menor carga computacional.
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