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Resumen— En esta investigación se propone una red neuronal 

convolucional (CNN) como clasificador binario para identificar el 
sonido de la tos y aislarlo de otros sonidos tales como el habla o 
ruido ambiental. Se utiliza una base de datos con grabaciones en 
formato "WAV"que se dividen en tramas más pequeñas para 
llevar a cabo el procesamiento. En cada trama de audio se realiza 
la extracción de características y se usan los coeficientes cepstrales 
de MEL (MFCC's), los cuales se han sido obtenidos de dos maneras 

con el fin de contrastar sus resultados, primero por medio de 
HTK, y segundo, utilizando un procedimiento para obtener los 
MFCC's sin usar HTK. Los resultados obtenidos indican que con 

los dos métodos se obtienen resultados similares para 
entrenamiento, prueba y validación con la red neuronal. Dado que 
los datos son limitados se aplica una técnica de Aumento  de  Datos  
(Data  Augmenting)  conocida  como  ..pitch shifting.. para el  

aumento artificial de  datos en los  dos métodos y se evalúa en qué 
medida esta técnica contribuye a mejorar los porcentajes de 
entrenamiento, prueba y validación de la red. Los resultados 
obtenidos aplicando esta técnica en el primer método muestran una 
mejora relativa del 4 %, 7 % y 2.7 % respectivamente, y al usarlo 
en el segundo método muestran una mejora del 23 %, 7 % y 14 
% respectivamente. Al comparar los dos métodos propuestos, 
antes y después de haber aplicado el aumento de datos se obtiene 
hasta un 4 % de mejora en la validación. 

 
 

Abstract— In this research, a convolutional neural network 
(CNN) is proposed as a binary classifier to identify the sound 
of coughing and isolate it from other sounds such as speech or 
environmental noise. A database with recordings in 
"WAV"format that are divided into smaller frames is used for 
processing. Features extraction is carried out in each audio frame 
and the MEL cepstral coefficients (MFCC’s) are used, which have 
been obtained in two ways, in order to contrast their results, first 
throught HTK software, and second , using a procedure to obtain 
the MFCC’s without using HTK. The results obtained indicate 
that the two methods obtain similar results for training, testing 
and validation with the neural network. Due to the data are 

limited, a Data Augmenting technique known as ..pitch shifting.. is 

applied for the artificial increase of data in the two methods and 
it is evaluated how this technique contributes to improving the 
percentages of training, testing and validation of the neural 
network. The results obtained by applying this technique in the 
first method show a relative improvement of 4 %, 7 % and 
2.7 % respectively, and when using it in the second method 

they show an improvement of 23 %, 7 % and 14 % respectively. 
When comparing the two proposed methods, before and after 
applying Data Augmenting, up to 4 % improvement in validation 
is obtained. 

 
Index Terms—Red Neuronal Convolucional (CNN), Análisis 

de la tos, Aprendizaje profundo, inteligencia artificial, 
Espectrogramas, Coeficientes de MEL, Data Augmenting. 

 

I. INTRODUCCIÓN 

Debido al aumento del uso de sistemas inteligentes 

en aplicaciones de reconocimiento de patrones, el 

aprendizaje automático de las máquinas viene evolucionando 

continuamente y cada vez con mejores resultados. Uno de los 

mejores diseños es la red neuronal convolucional (CNN) [1]. 

Esta red neuronal presenta una tecnología que combina 

redes neuronales artificiales y estrategias de aprendizaje 

profundo [2]. Originalmente fue diseñada para el análisis de 

imágenes, tales como espectrogramas, que son las imágenes 

que utilizaremos en este trabajo, pero también han demostrado 

tener un excelente rendimiento al procesar lenguaje natural [3], 

o en el reconocimiento y clasificación de sonidos ambientales, 

sistemas de alarmas de seguridad, etc [4]. 

Cuando se analizan sonidos tales como: el estornudo, la 

voz y la tos, que es precisamente el sonido en el cual se 

centra esta investigación, un sistema de red neuronal artificial 

(ANN) junto a un sistema de clasificación pueden ayudar de 

varias maneras, por ejemplo, a mejorar la calidad de vida de 

un paciente ayudando al médico en su diagnóstico o también 

a las autoridades de salud pública a tomar decisiones para 

disminuir costos en los servicios de salud con el uso de estos 

sistemas inteligentes etc [5]. 

La mayoría de los sistemas que se utilizan para clasificar 

sonidos se dividen en dos fases principales: extracción de 

características y clasificación. En la fase de extracción de 

características, la información contenida en la señal se 

transforma en características numéricas que se usan como 

entradas para el clasificador, en donde son reconocidas como 

un tipo de sonido en particular [4]. 

Por otra parte, la actual pandemia de COVID-19 no solo 

amenaza la vida, la salud y la productividad de las personas [6], 

sino que también ha afectado la economía de todos los países. 

El 30 de enero de 2020 la OMS declaró la emergencia sanitaria 

en todo el mundo, en tanto que el 28 de abril de ese mismo año 

habían más de 3 millones de infectados y no había una vacuna 

para prevenirlo [7]. 

mailto:pandradeb@est.ups.edu.ec
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El uso de la tecnología de la información con un enfoque en 

campos como la ciencia de datos y el aprendizaje automático 

puede ayudar en la lucha contra esta pandemia. Es importante 

contar con métodos de alerta temprana a través de los cuales se 

pueda pronosticar cuanto afectará la enfermedad a la sociedad 

y así el gobierno pueda tomar acciones necesarias sin afectar su 

economía [7]. 

El aprendizaje automático (Machine Learning) y el 

aprendizaje profundo (Deep Learning) se han utilizado en temas 

relacionados con el (COVID-19), principalmente en sistemas de 

predicción de aumento de casos o, en general, de evolución de 

la pandemia [8]. Una de las herramientas más utilizadas han 

sido las imágenes de rayos X torácicas con las que se pueden 

encontrar características visuales relacionadas con la 

enfermedad. 

Estudios anteriores han analizado exámenes médicos 

basados en los sonidos de la tos. Abaza en [9] analizó las 

características del flujo de aire y el sonido de una tos saludable 

para entrenar a un clasificador que distinga entre sujetos sanos 

y aquellos con algún tipo de enfermedad pulmonar. Su modelo 

incorpora un algoritmo de reconstrucción que utiliza análisis de 

componentes principales. Obtuvo una precisión del 94 % y 97 

% para identificar la fisiología pulmonar anormal en sujetos 

femeninos y masculinos respectivamente [9]. 

Murata en [10] utilizó formas de onda expandidas en el 

tiempo combinadas con espectrogramas para diferenciar entre 

tos con flema y tos seca. El análisis del sonido de la tos 

también se ha utilizado para diagnosticar la neumonía y 

Swarnkar en [11] lo utilizó para evaluar la gravedad del 

asma aguda. Este último informó que su modelo puede predecir 

entre niños que padecen dificultades respiratorias que 

involucran asma aguda y puede caracterizar la gravedad de la 

constricción de las vías respiratorias. 

Botha en [12], investigó la detección de tuberculosis (TB) 

utilizando información espectral a corto plazo extraída de los 

sonidos de la tos. Informaron una precisión del 78 % al 

distinguir entre la tos de los pacientes con tuberculosis positiva 

y el grupo de control sano. Además, se observó que la 

precisión de la detección de TB aumentó al 82 % cuando se 

incluyeron las mediciones clínicas junto con las características 

extraídas del audio de la tos. Los sonidos de la tos utilizados 

en algunas de las investigaciones antes mencionadas se 

registraron cuidadosamente en entornos de estudio, mientras 

que la base de datos utilizada en esta investigación se recopiló 

utilizando un teléfono inteligente en un entorno hospitalario 

real. 

Esta estrategia de recolección de datos tiene implicaciones 

profundas cuando se examinan los sonidos de tos sintomáticos 

asociados con COVID-19, debido a que la tos es un síntoma 

principal, junto con la fiebre y la fatiga. Se entrenaron sistemas 

basados en redes neuronales convolucionales (CNN) para 

detectar la tos y reportar COVID-19, se informó una precisión 

superior al 90 % en [13]- [14] mientras que otro estudio había 

informado una precisión del 75 % [15]. 

En otro estudio se extrajeron características de una base de 

datos de múltiples fuentes que contenía sonidos respiratorios 

y de tos [16] que se utilizaron para entrenar una máquina de 

vectores de apoyo (SVM) y ensamblar un clasificador para 

detectar individuos con COVID-19, informaron una precisión 

de alrededor del 80 %. 

Balamurali en [17] propone un modelo de clasificación de 

los sonidos de la tos basado aprendizaje profundo que puede 

distinguir entre niños con tos sana y patológica, como asma, 

infección del tracto respiratorio superior e inferior, recopila 

un nuevo conjunto de datos de sonidos de tos, etiquetados 

con el diagnóstico de un médico. El modelo elegido es una 

red bidireccional de memoria a largo y corto plazo (BiLSTM) 

basada en características de coeficientes cepstrales de 

frecuencia Mel (MFCC). El modelo entrenado resultante 

cuando se entrena para clasificar dos clases de toses sanas 

o patológicas (en general o pertenecientes a una patología 

respiratoria específica) - alcanza una precisión superior al 84 

% al clasificar la tos según la etiqueta proporcionada por el 

diagnóstico del médico. 

Bansal en [18] utiliza un dataset público ESC-50 con 

sonidos de tos y los etiqueta manualmente en dos clases, 

COVID y NO COVID, con este dataset propone un clasificador 

basado en redes neuronales convolucionales con dos enfoques 

diferentes, uno basado en la extracción de características 

MFCC y el otro basado en imágenes de espectrogramas como 

datos de entrada a la red neuronal, obtiene un 78 % de 

precision con un 81 % de sensibilidad en el enfoque con MFCC y 

es mejor que el enfoque con espectrogramas. 

En la siguiente investigación se propone un modelo de 

red neuronal convolucional (CNN) basado en la extracción 

de características mediante los coeficientes cepstrales de MEL 

(MFCC's) a una base de datos inicial con audios en formato 

“.wav” que a diferencia de los estudios antes mencionados 

serán divididos en pequeñas tramas separando así el sonido 

de la tos de otros sonidos, lo que ayuda a mejorar el análisis 

fonotáctico de la señal. La base de datos tiene sonidos de 

tos de diferentes patologías como asma, infecciones en el tracto 

superior e inferior, tos seca, tos con flema, tos sana y 

también tos de pacientes con COVID-19 lo que aporta una gran 

variabilidad para la clasificación del sonido de la tos. 

Con los coeficientes de Mel se obtienen los espectrogramas 

que servirán para el entrenamiento de la red neuronal 

convolucional (CNN), estos espectrogramas son obtenidos con 

dos diferentes métodos, en el primero se procesan las tramas de 

audios con las librerías de HTK y en el segundo se procesan 

las tramas de audios mediante un proceso matemático general 

para la obtención de MFCC’s [19] - [20], luego se comparan 

los resultados obtenidos en los dos procedimientos y 

finalmente se analiza y se aplica la técnica de Aumento de 

Datos (Pitch Shifting) para evaluar la contribución del 

incremento artificial de datos en el entrenamiento de la CNN. 

 
II. PRELIMINARES 

II-A.   Análisis de la Tos 

La tos se presenta por una expulsión repentina de aire de 

las vías respiratorias que se caracteriza por un sonido típico. 

Este sonido presenta características que permiten identificar 

a la tos y diferenciarla de otras manifestaciones vocales. Es uno 

de los síntomas más comunes dentro de un amplio rango de 

enfermedades respiratorias como la bronquitis, neumonía 
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y asma. El análisis del registro sonoro de la tos tiene un valor 

significativo en el pronóstico de una enfermedad porque sus 

cambios pueden indicar la efectividad de la terapia o el 

progreso de la enfermedad [21]. 

Estudios como el realizado por Keleman [22] han 

demostrado que existen al menos tres fases para cualquier 

tos en particular, es decir, un estallido inicial debido a la 

turbulencia del aire y vibración del tejido, seguida de una fase 

ruidosa, y la última un estallido vocálico cuando la glotis corta 

con fuerza el flujo de aire[23].Estos estudios han llevado al 

desarrollo de métodos de evaluación de la tos asistidos por 

computadora [24], a su vez, las técnicas de análisis espectral de 

sonido que se han utilizado ampliamente para estudiar los 

sonidos pulmonares en el asma, también se han aplicado al 

sonido de la tos [25]. 

En relación a la localización de procesos patológicos en 

las vías aéreas, el primer estallido de tos refleja algunos 

procesos periféricos en la bifurcación traqueal. El segundo 

sonido contiene información sobre la situación en el área de la 

laringe. La parte intermedia entre dos sonidos da información 

sobre la situación en la tráquea [21]. 

realizar ejercicio como correr al aire libre puede alterar el 

sonido de la tos [24] en los niños asmáticos ya que se han 

encontrado frecuencias más altas en los espectrogramas de este 

tipo de pacientes [25] pero este ejercicio no tiene relevancia 

en los niños saludables [29]. 

 

 
II-B.   Análisis en HTK 

HTK se basa en un conjunto de librerías y herramientas 

con formato en código C, estas herramientas proporcionan 

diversas y sofisticadas facilidades para el análisis del habla, 

la formación de HMM's (Modelos Ocultos de Markov), las 

pruebas y el análisis de resultados. Este software trabaja con 

funciones de distribución continuas y discretas para construir 

modelos complejos [30]. En este software se puede realizar 

la extracción de los coeficientes cepstrales de MEL (MFCC), 

mediante la creación de un archivo de configuración “config” 

(Fig. 2) en donde se deben indicar todos los parámetros a 

procesar. 

 

 
 

Figura 1. Fases de la Tos [26] 

 

El análisis espectral del sonido y sus gráficos relacionados 

se han utilizado para analizar varios tipos de timbre del sonido 

de la tos. El timbre puede ser muy típico, está determinado 

por la frecuencia fundamental (rango entre 300 Hz a 700 Hz 

en condiciones normales) al igual que para otros sonidos que 

pueden considerarse perturbaciones de la función respiratoria 

generadas por reflejo tales como estornudos, hipo, suspiros, etc. 

[27]. 

Otro método de evaluación del sonido de la tos, en 

frecuencia, es la Transformada de Fourier (FFT), ha sido 

utilizada por muchos años para analizar varios tipos de sonidos 

como el ritmo cardíaco, la voz, la respiración y sonidos 

pulmonares [28]. 

En los casos de pacientes con enfermedades pulmonares 

crónicas se observa en la mayoría de los casos que en el 

espectrograma hay una primera fase explosiva seguida de unos 

rápidos cambios en la energía en distintas frecuencias, después 

de esta primera fase le sigue una segunda fase en donde los 

cambios son más suaves y se mantienen estables [28]. 

En el caso de pacientes con asma, la tos se caracteriza 

por su larga duración seguido de un silbido en una frecuencia 

menor [28], se compara mediante espectrogramas el sonido 

de la tos de niños asmáticos y saludables, se observa que al 

con g ist 

  
 

Figura 2. Archivo de Configuración y script HTK 

 
La configuración de los parámetros son los siguientes: 

SOURCEKIND y TARGETKIND hacen referencia a la forma 

natural de los datos de entrada y en que se quieren convertir 

estos datos respectivamente, en este caso se requiere pasar 

desde una señal tipo onda a un archivo con los coeficientes 

MFCC's. SOURCEFORMAT sirve para especificar el formato 

del archivo de origen, en este caso se procesan archivos “.wav”. 

Los parámetros SOURCERATE, TARGETRATE, 

WINDOWSIZE determinan la tasa de muestreo de la señal, 

el solapamiento (nanosegundos) y el tamaño de la ventana 

(nanosegundos), para audios con frecuencia de muestreo con 

16Khz el parámetro SOURCERATE es de 625, para una 

frecuencia de muestreo de 48Khz será de 1875 y para una 

frecuencia de muestreo de 41Khz será 1722,6. El parámetro 

PREEMCOEF hace referencia al pre-énfasis que se le aplica 

a la señal de entrada antes de ser procesada, el valor general 

es de 0.97 y para atenuar los extremos de la señal en cada 

ventaneo que se aplica se configura el parámetro booleano 

USEHAMMING en T (true). NUMCHANS sirve para 

especificar el número de canales en el banco de filtros, 

NUMCEPS se utiliza para determinar el número de coeficientes 

cepstrales que se extraerán, para este caso se utilizan 26 y 12 

respectivamente. 

SOURCEKIND = WAVEFORM 

SOURCEFORMAT = WAV 

SOURCERATE = 1722.66 

TARGETKIND = MFCC_0 

TARGETRATE = 100000.0 

SAVECOMPRESSED = F 

WINDOWSIZE = 250000.0 

USEHAMMING = T 

PREEMCOEF = 0.97 

NUMCHANS = 26 

CEPLIFTER = 0 

NUMCEPS = 12 

ENORMALISE = F 

USEPOWER = F 
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II-C.   Espectrogramas 

La imagen del espectrograma está en formato “.png”, con 

un tamaño de 128x128 píxeles (Fig. 3), que serán los datos 

un valor similar a una distribución de probabilidad que resulta 

útil para la generación del modelo. 

CONVOLUTIONAL RELU FULLY 

de entrada para el entrenamiento de la red neuronal. Estos 

espectrogramas son gráficos bidimensionales pero cuentan con 

una tercera dimensión que se representa en colores, el tiempo 

va de izquierda a derecha en el eje horizontal; el eje vertical 

muestra las frecuencias o tonos, las más bajas en la parte 

inferior del gráfico y las más altas en la parte superior. La 

amplitud o energía de una frecuencia está representada por 

INPUT 

 

 
 

LAYER 

 
 
 
 
 
 
 

 
3X3 

PADDING 

ACTIVATION POOLING LAYER  CONNECTED SOFTMAX OUTPUT 

 
 

COUGH 

 
 

NO COUGH 

 
2X2 

 
128 

FLATTEN 

la tercera dimensión, un color azul corresponde a amplitudes 

bajas y el color rojo corresponde a amplitudes más fuertes [31]. 

 

 
Figura 3. Espectrograma 

 

 

II-D.   Red Neuronal Convolucional 

Una red neuronal convolucional esta específicamente 

diseñada para procesar imágenes. En su arquitectura usa una 

capa convolucional, una capa de agrupación (pooling) y una 

capa completamente conectada (fully connected) para el 

proceso de aprendizaje [32]. 

El término “convolución” hace referencia a la función 

matemática de convolución, en términos simples, dos imágenes 

que pueden ser representadas como matrices son multiplicadas 

para dar una salida que es usada para extraer las características 

de la imagen [33]. Se compone por dos grandes bloques : 

II-D1. Primer bloque 

Funciona como un extractor de características, es decir, 

se filtran los mapas de características obtenidos mediante los 

filtros de convolución, con nuevos kernel y los nuevos mapas 

obtenidos se normalizan o se redimensionan mediante 

funciones de activación y se repite el proceso hasta que los 

últimos valores de los mapas se concatenan en un vector, que 

resultara ser la entrada para el segundo bloque [34]. 

II-D2. Segundo bloque 

Las combinaciones lineales y funciones de activación 

transforman los valores del vector de entrada para devolver 

un nuevo vector a la salida que contiene elementos según 

las clases existentes, se utiliza generalmente una función 

"softmax" como función de activación y obtener a la salida 

Figura 4. Arquitectura de CNN Propuesta 

 

 
III. METODOLOGÍA 

III-A.   Sistema General de Reconocimiento 

Para el desarrollo de esta investigación, se plantea un 

esquema de reconocimiento y clasificación de “Tos” y “No 

Tos”, mediante el uso de espectrogramas los cuales se obtienen 

a partir del procesamiento de una base de datos de audios en 

formato “.wav” de los que se extraen los coeficientes cepstrales 

de MEL y posteriormente los espectrogramas mencionados. 

Los espectrogramas obtenidos se utilizan como entradas de 

datos para el entrenamiento de una red neuronal convolucional 

que funciona como clasificador y determina en su salida si 

existe “Tos” o “No Tos”. 
 

 
Figura 5. Esquema General de Reconocimiento 

 

 
 

III-B.   Base de Datos 

Se tiene como punto de partida una base de datos con 

266 grabaciones con sonidos de tos y 69 grabaciones con 

sonidos de otros eventos tales como, conversaciones, risas, o 

ruido ambiental. Estas grabaciones están en formato “.wav” 

y duran entre 1 y 112 segundos, los participantes hicieron 

las grabaciones de forma telemática y anónima después de 

aceptar las condiciones de participación expuestas en un 

consentimiento informado elaborado específicamente con este 

objetivo. 

Mas adelante se hace un aumento de la base de datos inicial 

con bases de datos externas ya preparadas y de dominio público 

para el entrenamiento de redes neuronales. “ESC50” [35], que 

contiene audios en formato “.wav” a una frecuencia 
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de muestreo de 44.1KHz. “COUGHVID DATASET” [36], 

que contiene audios en formato “.wav” a una frecuencia de 

muestreo de 16KHz. Posteriormente se hace un aumento de 

datos artificial mediante una técnica de aumento de datos 

denominada “Pitch Shifting”. 

 
Cuadro I 

DATASET ORIGINAL 

 

Distribución de Audios 

Audios Formato Canal Frecuencia 
de Muestreo 
(KHz) 

Duración 
Prom.(seg) 

266 .wav Mono 48 1-112 

69 .wav Estereo 44.1 1-112 

 
 

Los audios originales pueden ser separados en tramas 

Cuadro II 
PRIMER  DATASET 

 
Distribución de Audios 

Audios Formato Canal Frecuencia 
de Muestreo 
(KHz) 

2140 .wav Mono 48 

62 .wav Mono y 
Estéreo 

44.1 

 

 

Las facilidades para la entrada y salida de voz en HTK 

son proporcionadas por cinco módulos distintos ver Fig. 6. 

Toda entrada de voz en HTK se controla mediante parámetros 

de configuración que dan detalles de las operaciones de 

procesamiento que se deben aplicar a cada archivo de voz 

de entrada o fuente de audio. 

más pequeñas aprovechando la característica de cuasi 

estacionalidad de señales de corta duración. Para realizar la 

separación y etiquetado de las tramas de audio se necesita 

usar un entorno supervisado, en este caso se usa el software 

“Audacity” el cual permite escuchar e identificar visualmente 

en el dominio temporal las fases de la tos expuestas en la Fig. 

1. 

Las tramas resultantes se etiquetan en dos clases, “Tos” y 

“No Tos” en el software equivalen a “1” y “0” respectivamente. 

En relación con la clase “Tos” tenemos únicamente el sonido 

de la primera fase de la tos (Fig. 1) y dentro de la clase” No 

Tos” tenemos la segunda fase, tercera fase y ruidos ambientales 

del entorno de grabación. 

Las tramas obtenidas mantienen las propiedades del audio 

original excepto la duración ya que deben ser separadas y 

almacenadas como nuevos archivos que ahora se convierten 

en la base de datos inicial con la cual se procede a la extracción 

de características (Coeficientes cepstrales de MEL) mediante el 

software de HTK y también mediante un algoritmo matemático 

con la finalidad de contrastar los resultados obtenidos en estos 

dos casos [30][37]. 

La extracción de características relevantes en una señal de 

audio que sean robustas a variaciones es de fundamental 

importancia en la recuperación de información de dicha señal. 

En esta investigación se usan los coeficientes de Mel 

(MFCC's) debido a que son características espectrales 

diseñadas para el procesamiento de voz en donde las bandas de 

frecuencia se colocan logarítmicamente en una llamada “escala 

de Mel” la cual se aproxima a la respuesta del sistema auditivo 

humano. 

 

III-C.    Obtención de MFCC's con HTK 

Después de configurar todos los parámetros para la 

extracción de características se coloca el archivo de 

configuración “config” y un archivo script “flist” (ver Fig. 

2) dentro del mismo directorio de la base de datos de los audios 

separados por tramas. En este punto la base de datos tiene un 

tamaño de 3051 tramas de audios de los cuales 1787 

corresponden a la clase “Tos” y 1264 corresponden a la clase 

“No Tos”. 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

Figura 6. Módulos para Procesamiento de Voz en HTK 

 
HTK carga los archivos “.wav” y devuelve un archivo 

“.mfc”. Para la obtención de los coeficientes de MEL en el 

script se detallan los archivos de origen “.wav” y los archivos 

de destino “.mfc” y se ocupa la herramienta de HTK, HCopy 

[30].(Ver Fig. 7) 

 

 
Figura 7. Herramienta de Codificación de datos 

 

Después de configurar todos los parámetros para procesar la 

señal de audio la herramienta HCopy internamente realiza 
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≤ ≤ 

− 

→ 

    m   

primero un pre-énfasis a la señal de audio aplicando la siguiente 

ecuación en diferencias: 

Sn
,  = sn − ksn−1 (1) 

A las muestras sn, n = 1, N en cada ventana, k es el coeficiente 

de pre-énfasis el cual debe estar en un rango de 0       k        
1. En este caso se escogió un valor de 0,97. Es necesario 

también reducir las discontinuidades en el borde de cada 

ventana, esto se logra estableciendo el parámetro booleano 

USEHAMMING en TRUE, el cual aplica la siguiente 

transformación a las muestras sn, n = 1, N en la ventana: 

tiempo se considera casi estacionaria y la información más 

relevante está en el centro ya que los extremos son información 

superpuesta de las demás tramas. 

Ahora se puede realizar el cálculo de la potencia de trama, 

aquí se realiza un “padding” a la matriz para poder aplicar la 

transformada de Fourier. Su tamaño es una potencia de dos, 

y debe ser mayor o igual al número de muestras de la trama, 

luego se toma el valor absoluto de la mitad de todo el espectro 

ya que la otra mitad es igual a la primera y se calcula la potencia 

con la siguiente ecuación: 

P (k) =
 1 

|S (k)|2 (5) 

Sn
, = [0,54 0,46 cos 

2π(n − 

1)
]s 

N − 1 

(2) 
 

En donde: 

i 
N 

i 

HTK proporciona un banco de filtros simple basado en la 

transformada de Fourier diseñado para dar aproximadamente 

la misma resolución en una escala de mel.Los filtros utilizados 

son triangulares y están igualmente espaciados a lo largo de 

la escala mel que se define por: 

P → Es la potencia de cada trama 

Si(k) → espectro frecuencial de cada trama 

N → Numero de muestras de cada trama 

Posteriormente se crean los Bancos de Filtros de 

MEL, estos bancos son triangulares espaciados de manera 

Mel(f ) = 2595 

log10 

f 
(1 + 

70
0 

) (3) 
equidistante, con amplitud máxima de 1 y para el 

reconocimiento de voz se consideran 26 filtros [20]. El umbral 

Los filtros triangulares se distribuyen en todo el rango de 

frecuencias desde cero hasta la Frecuencia de Nyquist. Ahora 

los coeficientes cepstrales de mel se calculan a partir de el 
logaritmo de las amplitudes del banco de filtros [mj] usando 

de bajas frecuencias se fija en cero y el de altas frecuencias se 

considera con la división de la frecuencia de muestreo entre 

dos, se transforma de Hz a Mel utilizando la ecuación: 

la Transformada de coseno discreta.   
2   

N 
πi 

f 
mel(f ) = 1127 ln (1 + 

70
0 

) (6) 

Ci = 
 

 

N 
j=1 

mj cos( 
N 

(j − 0,5)) (4) En donde: 

f→ Representa la frecuencia física para el oído humano en 

El numero de coeficientes cepstrales y el numero de bancos 

de filtros N se define en el archivo de configuración. 

 
III-D.    Obtención de MFCC's sin HTK 

El software de HTK internamente realiza todo el proceso 

matemático que generalmente se suele utilizar en caso de querer 

obtener los coeficientes de MEL paso a paso. El procedimiento 

de manera general se describe así:[19]-[20] 

Hz. 

mel(f)   Representa la frecuencia percibida en escala de mel. 

 
Debido a que se va a trabajar con la energía de la señal 

es necesario que los 26 puntos de frecuencia se aproximen a los 

puntos FFT que fueron calculados anteriormente, se deben 

escalar los triángulos en el dominio de la frecuencia utilizando 

una función inversa que convierte de Mel a Hz con la siguiente 

ecuación: 

 

 
 

En donde: 

Hz(m) = 700(e 1127  − 1) (7) 

 

Figura 8. Extracción de MFCC's sin HTK [19] 

 

Primero se realiza la división de la señal de audio en tramas 

de Tos y No Tos con el software Audacity, se carga el archivo 

.wav en un array de (nxm), donde "n.es el numero de tramas 

y "m.es el numero de muestras 

Luego se aplica un Pre-énfasis al archivo de audio mediante un 

filtro pasa alto, con esto se mejoran las componentes espectrales y 

se distribuyen de manera uniforme, se usa un valor de 0,97 [20]. 

Ahora se realiza el ventaneo de Hamming a cada trama, la 

longitud de cada ventana es de 25ms con un solapamiento de 

10ms [20], entendiendo que la señal en este periodo de 

n 
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→ 

→ 

Hz(m)     Representa la conversión de la escala de mel a 

una escala en Hz. 

m    Representa el valor de la banda de frecuencias en 

escala de mel 

 
Después se utilizan los filtros de MEL para realizar el 

cálculo de energía, en una matriz de [nx26] se almacenan 

los coeficientes resultantes del producto punto entre el 

banco de filtros de Mel y la potencia de la trama que 

corresponde a cada filtro. 

Se procede luego con el cálculo del logaritmo de las 

tramas de energía en donde se le extrae el logaritmo natural 

a cada elemento de la matriz ya que el oído humano no 

percibe el sonido en una escala lineal, mediante el 

logaritmo se puede 
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→ 

→ 

usar una técnica de normalización de canales conocida como 

resta media cepstral. 

Por último, se realiza el cálculo de la transformada coseno 

discreta, aquí para el procesamiento de la voz se utilizan los 

primeros 13 coeficientes cepstrales de esta transformada [20], 

la cual contiene 26 puntos de frecuencia que fueron 

logaritmizados previamente. 

Al aplicar esta transformada a cada fila de la matriz, se 

obtiene una nueva matriz de MFCC’s de [nx13], donde n 

representa cada una de las tramas de la señal de audio, con la 

siguiente ecuación: 

 

 

Ci = 

 
En donde: 

2   
25 

 
 

26 
k=0 

 

lk 

cos( 

iπ(k + 0, 

5) 
 

2

6 

 

) (8) 

l → Representan las filas de la matriz de logaritmos. 

C(i) Representa el índice del coeficiente de la transformada 

coseno que se quiere obtener. 

k Representa el índice del coeficiente de la fila l en la matriz 

de logaritmos 

 

IV. RESULTADOS 

Con la finalidad de obtener una métrica más estable y 

objetiva después de haber realizado los experimentos, se ha 

utilizado la técnica de validación cruzada, la cual es un método 

estadístico para evaluar y comparar algoritmos de aprendizaje 

dividiendo los datos en dos segmentos: uno se usa para entrenar 

y el otro se usa para validar [38]. 

Para la ejecución de los experimentos se utilizó la 

arquitectura de red planteada en la Fig. 4, en la primera fase 

de experimentación se usan los espectrogramas obtenidos desde 

los archivos “.mfc” en HTK y en la segunda fase de 

experimentación se usan los espectrogramas generados sin 

HTK mediante el proceso matemático descrito en la sección III-

D, con el fin de poder contrastar los resultados obtenidos. 

 
 

IV-A.   Aumento de Datos 

Debido a que uno de los aspectos clave en el buen 

funcionamiento de las CNN's es una base de datos de grandes 

dimensiones, es necesario hacer un aumento artificial de 

nuestra base de datos original para poder lograr un mejor 

rendimiento de la red. 

Con la adición de las bases de datos mencionadas en la 

sección III-B , se han obtenido 8808 tramas de audio para 

procesar pero debido a la poca diversidad de los datos ha sido 

necesario aplicar una de las técnicas de Aumento de Datos 

conocida como ”shift pitching”. La idea detrás de esta técnica 

es aumentar el número de muestras mediante la transposición 

del tono del sonido de tos (Fig. 9), en esta investigación fue 

necesario usar un semitono más alto y un semitono más bajo, 

hacerlo más alto o más bajo provocaría que se alteren las 

características propias del sonido de la tos [39]. 

 

Figura 9. Pitch Shifting 

 

 
Con esta técnica se ha logrado el incremento artificial de 

la base de datos hasta 21276 tramas de audio. 

 

 
Figura 10. Incremento de la Base de Datos 

 

 

 

 
IV-B.   Experimentos con HTK 

Con las bases de datos que han sido procesadas en HTK 

se han obtenido los resultados que se muestran en la Fig. 11 

y al aplicar la técnica de Aumento de Datos se han obtenido los 

resultados expuestos en la Fig.12. 

En la Fig. 11 se observan los promedios de los resultados 

obtenidos en entrenamiento, prueba y validación usando la base 

de datos inicial y la base de datos aumentada, se observa una 

mejora del 15 %, 13 % y 40 % respectivamente. 

En la Fig. 12 se observan los promedios de los resultados 

obtenidos en entrenamiento, prueba y validación usando 

técnica de Aumento de Datos “pitch shifting” y se observa una 

mejora del 4 %, 7 % y 2.7 % respectivamente. 
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Figura 11. Experimento 1 

 

 
Figura 12. Experimento 1 con Aumento de Datos 

 

 
IV-C.   Experimentos sin HTK 

Con la base de datos que se ha obtenido aplicando el 

procedimiento matemático sin usar HTK se obtienen los 

resultados expuestos en la Fig. 13 y al aplicar la técnica de 

Aumento de Datos se han obtenido los resultados expuestos 

en la Fig.14 

 

 
Figura 13. Experimento 2 

 
En la Fig.13 se observan los promedios de los resultados 

obtenidos en entrenamiento, prueba y validación usando la base 

de datos inicial y la base de datos aumentada se observa una 

mejora del 13 % únicamente en el entrenamiento. 

 
Figura 14. Experimento 2 con Aumento de Datos 

 

 
 

En la Fig. 14 se observan los promedios de los resultados 

obtenidos en entrenamiento, prueba y validación usando 

técnica de Aumento de Datos “pitch shifting” y se observa una 

mejora del 23 %, 7 % y 14 % respectivamente. 

 

 

 
IV-D.   Resultados de HTK + Aumento de Datos 

 
Ahora se pueden comparar los resultados obtenidos del 

promedio de cada K-Fold con las bases de datos iniciales 

procesadas desde HTK y aplicando la técnica de Aumento 

de Datos. En el gráfico de la Fig. 15 se observa una mejora tanto 

en el entrenamiento, como en el test y validación. 

 
 

Figura 15. Experimento HTK + Aumento de datos 

 

 

 

 

 

IV-E.   Resultados Sin HTK + Aumento de Datos 

 
Ahora se pueden comparar los resultados obtenidos en cada 

K-Fold, con las bases de datos iniciales obtenidas desarrollando 

el procedimiento matemático sin usar HTK y posteriormente 

aplicando la técnica de Aumento de Datos “pitch shifting”. 

Como se observan en las Figuras 15 y 16 los resultados en 

el entrenamiento, test y validación mejoran en un 20 %, 20 % y 

41 % respectivamente, conforme la base de datos inicial va 

aumentando con las bases de datos adicionales ya mencionadas 

y aplicando también la técnica de Aumento de Datos. 
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Figura 16. Experimento Sin HTK + Aumento de Datos 

 
 

Al comparar los resultados obtenidos después de aplicar 

la técnica del Aumento de Datos tanto en la base de datos 

procesada en HTK como en la obtenida sin usar HTK se 

observan resultados similares en el entrenamiento, test y 

validación incluso cuando los espectrogramas en cada base 

de datos difieren en la colorimetría (matriz RGB). 

 

Figura 17. Experimentos con HTK y Sin HTK 

 

 
V. CONCLUSIONES 

Los resultados obtenidos con todas las bases de datos Figs. 

11 - 14, muestran una mejora relativa del 20 % en el entrenamiento, 

19 % en el test y 41 % en la validación cuando se aplica la 

técnica de Aumento de Datos lo cual implica que es importante 

tener una base datos grande y diversa. 

Fue necesario realizar un aumento de un 89 % en la base 

de datos inicial para obtener los resultados expuestos en la 

Fig. 17, de este 89 % aproximadamente un 75 % fue realizado de 

manera natural, es decir, añadiendo más tramas de audios desde 

las bases de datos ESC50 - COUGHVID y un 14 % de manera 

artificial, es decir, con Aumento de Datos mediante el pitch 

shifting con lo cual se obtuvieron las 21276 tramas de audios 

mencionadas en la Fig 10. 

En conclusión, se obtuvieron resultados similares al procesar 

la base de datos final mediante las librerías de HTK y mediante 

el procedimiento matemático general, a pesar de que la 

colorimetría de los espectrogramas en cada procedimiento es 

diferente, por las distintas ecuaciones matemáticas que se 

emplean para cada etapa, existe apenas una diferencia de 4 % 

a favor del uso de HTK. 

La separación de los audios en tramas de Tos y No Tos 

brinda un mejor análisis fonotáctico de la señal de tos pero hace 

indispensable manejar bases de datos grandes para poder 

brindar información relevante suficiente a la red neuronal 

convolucional, por lo cual hacer uso de distintas técnicas de 

aumento de datos es necesario para incrementar el rendimiento 

de la red neuronal. 

Para determinar la arquitectura óptima de la red neuronal 

con la que se realizaron todos los experimentos, ha sido 

necesario variar algunos de sus parámetros, siendo el más 

importante, el aumento de neuronas en la capa “fully 

connected”, lo cual implica un coste computacional mucho 

mayor pero en relación a la variación de otros parámetros de la 

red, con esta arquitectura se consiguen los mejores resultados. 

Para una futura línea de trabajo se puede considerar al 

sonido de la tos como una secuencia, es decir, obtener los 

espectrogramas no solo de la primera fase del sonido de la tos, 

sino del sonido de las toses que se den entre dos inhalaciones 

de aire, como las que están expuestas en la Fig. 1. 

En otra línea de trabajo se puede considerar la variación de 

algunos parámetros que son relevantes al momento de realizar 

la extracción de características como el tamaño de la ventana 

de Hamming y el tiempo de solapamiento de la señal o el 

número de coeficientes cepstrales que se consideran para la 

obtención de los espectrogramas. 
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