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PREFACIO.

En esta tesis se analiza la robustez del método de las redes neuronales para la
prediccion de caudales aplicado a la cuenca alta del Rio Paute. El método de las redes
neuronales es un modelo basado en los datos o data-driven model. El analisis de la
robustez del modelo nos sirve para evaluar las variaciones en la respuesta del modelo
debido a variaciones en los datos de entrada y a la capacidad de prediccion del
modelo. Por esta razéon se realiza un analisis de sensibilidad y un andlisis de
incertidumbre del modelo para estudiar la robustez del mismo.

Del analisis de sensibilidad se busca obtener informacion sobre la importancia de cada
variable en el modelo. Con esta informacion podemos tomar decisiones orientadas
mas especificamente. Del analisis de incertidumbre se busca obtener informacion
sobre el nivel de incertidumbre del modelo, especificamente para el problema de
predicciéon de caudales. Como fuentes de incertidumbre se han estudiado la
incertidumbre estructural del modelo y la propagacion de incertidumbre debido a la
incertidumbre en los datos de entrada.

El método de las redes neuronales sera utilizado para la prediccion de caudales, dados
los datos de precipitacion e historia del caudal como variables de entrada. Es
importante recalcar que los datos se han obtenido por mediacion del Grupo de la
Tierra y del Ambiente, ante diversas entidades que han monitoreado la cuenca del Rio
Paute. Las estaciones de registro de precipitacion son: Cancan Soldados, Chanlud, El
Portete, El Labrado, Machangara-DJ Chulco, Matadero en Sayausi, Tarqui DJ Cumbe,
Ucubamba en ETAPA, Yanuncay en Pucan y la estacién de registro de caudal es en el
Tomebamba en Ucubamba. Debido a que el modelo de redes neuronales recibe la
informacion de cada una de las estaciones, sin que los datos de precipitacion hayan
sido concentrados, entonces el modelo estudiado es distribuido y es un modelo basado
en los datos. Para la elaboracion de un modelo matematico distribuido es necesario
informacién detallada de la cuenca, como tipo de suelo, pendientes del terreno,
vegetacion, uso del suelo, evaporacion, evapotranspiracion, etc., lo cual hace
complicada su implementacion debido a la falta de estos pardmetros. El uso de redes
neuronales para la elaboracion de un modelo distribuido tiene la ventaja de la
independencia de estos factores debido a que la red busca la funcion de entre un
espacio de funciones, que ajusta los datos de entrada con los de salida, en este caso,
los datos de precipitacion y caudal con los de caudal. Es obvio que la disponibilidad
de mayor informaciéon de la cuenca seria deseable, pero con la informacion de
precipitacion u caudal disponibles se han logrado buenos resultados.
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PROL OGO.

En Hidrologia e Hidraulica existen basicamente tres tipos de modelos para investigar
los fendmenos que son objeto de su estudio. Primero, los modelos fisicos o a escala
que necesitan de mucha informacion y sus costos son elevados, ademas muchas veces
los fenémenos analizados no son replicables en laboratorio. Segundo, los modelos
matematicos, que son basados en el comportamiento del fendémeno o en primeros
principios, por esto se necesita mucha informaciéon y la calibracion del modelo
requiere de muchos parametros fisicos, que usualmente son dificiles de obtener y la
mayoria de las veces costosos. Finalmente los modelos empiricos, en los que estan
involucradas ecuaciones matematicas pero que provienen del procesamiento de datos
de entrada y salida en series de tiempo. Tipicos ejemplos de estos son el método del
hidrograma unitario, modelos estadisticos, y en la ultima década los llamados data-
driven models o modelos basados en los datos.

En esta tesis se analiza la robustez del método de las redes neuronales para la
prediccion de caudales aplicado a la cuenca alta del Rio Paute. El método de las redes
neuronales es un modelo basado en los datos, por lo tanto es un modelo empirico, pero
que la literatura respalda por su alta calidad de resultados en prediccion,
generalizacion y facilidad de implementacion.

En esta tesis se ha verificado las capacidades anteriormente descritas para la
aplicacion de Redes Neuronales, ademas se ha desarrollado una metodologia para
evaluar su robustez, y finalmente se ha implementado un sistema con capacidad de
respuesta en tiempo real para el problema de prediccion de caudales.
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CAPITULO 1

INTRODUCCION

1.1Generalidades

En Hidrologia e Hidraulica existen basicamente tres tipos de modelos para investigar
los fenémenos que son objeto de su estudio. Primero, los modelos fisicos o a escala
que necesitan de mucha informacion y sus costos son elevados, ademas muchas veces
los fenémenos analizados no son replicables en laboratorio. Segundo, los modelos
matematicos, que son basados en el comportamiento del fenémeno o en primeros
principios, por esto se necesita mucha informacion y la calibracion del modelo es
necesario para determinar valores de parametros fisicos, lo cual usualmente no es
sencillo. Finalmente los modelos empiricos, en los que estan involucradas ecuaciones
matematicas pero que provienen del procesamiento de datos de entrada y salida en
series de tiempo. Tipicos ejemplos de estos son el método del hidrograma unitario,
modelos estadisticos, y en la ultima década los llamados data-driven models o
modelos basados en los datos.

En esta tesis se analiza la robustez del método de las redes neuronales para la
prediccion de caudales aplicado a la cuenca alta del Rio Paute. El método de las redes
neuronales es un modelo basado en los datos o data-driven model. El analisis de la
robustez del modelo nos sirve para evaluar las variaciones en la respuesta del modelo
debido a variaciones en los datos de entrada. Las variaciones de los datos de entrada
puede ser debido a la variabilidad propia de las variables de entrada (suponiendo que
no existe errores en los mismos), por un lado, y pueden deberse también a errores en
lectura, transcripcion, calculo, etc. Por esta razon se realiza un analisis de sensibilidad
y un analisis de incertidumbre para estudiar la robustez del modelo. Si bien es cierto
que durante las dos ultimas décadas se ha investigado sobre estos dos topicos, no
existe una definicion cientifica unica de ellas, y su procedimiento depende del campo
de aplicacion.

Del analisis de sensibilidad se busca obtener informacion sobre la importancia de cada
variable en el modelo, asi como los intervalos de respuesta del modelo frente a las
variaciones en las variables de entrada mas importantes. Del andlisis de incertidumbre
se busca obtener informacién sobre el nivel de incertidumbre del modelo,
especificamente para el problema de prediccion de caudales. Es decir, los errores entre
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datos observados y calculados, para un grupo de datos que no hayan intervenido en la
calibracion del modelo, seran utilizados para calcular la incertidumbre en prediccion.

La prediccion de caudales en un punto dado de una cuenca hidrografica es de especial
importancia para la operacion de estructuras hidraulicas, para la operacion de diversos
sistemas, para la generacion de energia eléctrica, para la toma de decisiones en los mas
diversos topicos del manejo de recursos hidricos. Para dicha prediccion se ha utilizado
modelos matematicos, estando los mismos basados en procesos hidrologicos. Sin
embargo con la evolucion de las capacidades computacionales, se han desarrollado
modelos de prediccion de caudales fundamentados en el andlisis de datos o data-
driven models. Estos métodos estan basados en inteligencia computacional y
aprendizaje de maquina.

El método de las redes neuronales sera utilizado para la prediccion de caudales, dados
los datos de precipitacion y caudal como variables de entrada. Es importante recalcar
que los datos se han obtenido por mediacion del Grupo de la Tierra y del Ambiente
[2], ante diversas entidades que han monitoreado la cuenca del Rio Paute. Las
estaciones de registro de precipitacion son: Cancan-Soldados, Chanlud, El Portete, El
Labrado, Machangara-DJ Chulco, Matadero en Sayausi, Tarqui - DJ.Cumbe,
Ucubamba en ETAPA, Yanuncay en Pucan y la estacion de registro de caudal es en
el Tomebamba en Ucubamba. Debido a que el modelo de redes neuronales recibe la
informacion de cada una de las estaciones, sin que los datos de precipitacion hayan
sido concentrados, entonces el modelo estudiado es distribuido y es un modelo basado
en los datos. Contrariamente, para la elaboracién de un modelo matematico distribuido
es necesario informacion detallada de la cuenca, como tipo de suelo, pendientes del
terreno, vegetacion, uso del suelo, evaporacion, evapotranspiracion, etc, lo cual hace
complicado su implementaciéon y operacion en tiempo real. El uso de redes
neuronales para la elaboracion de un modelo distribuido tiene la ventaja de la no
dependencia de estos factores debido a que la red busca la funcion de entre un espacio
de funciones, que ajusta los datos de entrada con los de salida, en este caso, los datos
de precipitacion y caudal con los de caudal. Es obvio que la disponibilidad de mayor
informacion de la cuenca seria deseable, pero con la informacion de precipitacion
disponible se han logrado buenos resultados.

La arquitectura estandar de una red neuronal 6ptima para un problema de prediccion
no estd definida, debido a que la complejidad de la misma depende del problema
analizado. Entonces la red adecuada para un grupo de datos establecidos se puede
obtener mediante la optimizacion de un parametro estadistico con respecto al nimero
de capas, numero de neuronas, y tipos de funcion de activacion. Por esta razon se ha
decidido utilizar el Toolbox de Matlab, con el cual se puede implementar arquitecturas
de red, de manera versatil, confiable, y dentro de un ambiente amigable al usuario. El
uso del Toolbox de redes neuronales ha acelerado el proceso de seleccion de la red
mas adecuada para los datos y el problema planteado. Queda como trabajo posterior la
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programacion de una red neuronal especifica para esta tarea, una vez que mediante el
toolbox de Matlab se ha logrado determinar la red optima.

1.2 Motivacion

Tres son las razones principales que hacen importante la investigacion que se
desarrolla en esta tesis.

Como primera motivacion del tema es que desde el punto de vista netamente cientifico
es relevante la validacion de modelos frente a la realidad fisica. Como se ha
mencionado anteriormente, en esta tesis el modelo a ser validado es el de redes
neuronales para la prediccion de caudales en un punto de la cuenca alta del rio Paute,
con un tiempo de avance de un dia (lead time).

La segunda es netamente funcional, ya que el tener una herramienta computacional
confiable en tiempo real para prediccion de caudales con tiempo de avance de un dia
es muy importante para operaciones y maniobras dentro del proyecto hidroeléctrico
Paute.

La tercera es incursionar en el uso de modelos data-driven, por razones de facilidad
de implementacion, ya que no se necesita la informacion requerida por los modelos
fisicos o matematicos, y por su costo relativamente inferior al de los modelos citados
anteriormente.

1.3 Objetivos

1.3.1 Objetivo general

Desarrollar el analisis de la robustez de un método de prediccion de caudales
mediante Redes Neuronales aplicado a la cuenca del rio Paute.

1.3.2 Objetivos especificos
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» Encontrar una red neuronal 6ptima para el problema de prediccion de caudales
con un dia de avance, en la cuenca alta de rio Paute.

» Proponer una definicion de robustez del modelo de redes neuronales.

» Aplicar la definicion de robustez propuesta y validarla frente al modelo
estudiado.

1.4 Esquemadetesis

Por motivos de organizacion y coherencia interna esta tesis se desarrolla en dos partes.

La Parte 1: INTRODUCCION Y DESARROLLO TEORICO, estd destinada al
acercamiento y ubicacion tematica; ademas se exponen los conocimientos tedricos
necesarios para su desarrollo y aplicacion posterior al problema. Esta primera parte
estd compuesta de tres capitulos.

El capitulo 1: INTRODUCCION. En este capitulo se expone generalidades del tema,
motivacion, objetivos generales y especificos, y finalmente el esquema de tesis.

El capitulo 2: REDES NEURONALES ARTIFICIALES. Se presenta el desarrollo
teorico de las redes neuronales. Origen del modelo, arquitecturas de red y algoritmos
de aprendizaje.

El capitulo 3: DEF INICION DE LA ROBUSTEZ DE UN MODELO, debido a que no
existe una definicion generalizada del concepto de robustez, mas bien esta depende del
campo de aplicacion, en este capitulo definimos la robustez para este modelo, y
posteriormente se sustenta teoricamente el andlisis de sensibilidad y el analisis de
incertidumbre.

La Parte 2: IMPLEMENTACION DE UN MODELO DE REDES NEURONALES Y
ANALISIS DE ROBUSTEZ, esta orientada a la aplicacion especifica de los
desarrollos tedricos expuestos en la Parte 1 a la situacién problémica y los datos
disponibles. En la Parte 2 es necesario exponer en primera instancia la
implementacion varias redes neuronales, luego determinar el modelo optimo y
finalmente procedemos al analisis de robustez de la o las redes que mejor resuelvan el
problema de prediccion de caudales. Esta segunda parte estd compuesta de tres
capitulos.

El capitulo 4: PRE PROCESAMIENTO DE LOS DATOS. El preprocesamiento de
datos de precipitacion y caudal medidos en las estaciones de la cuenca alta del rio
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Paute, pueden procesarse previamente a su uso en las redes neuronales, debido a dos
razones.

La primera, debido a que existen relaciones estadisticas o dependencia en mayor o
menor grado entre estaciones, es importante identificar este nivel de dependencia, para
luego alimentar el modelo con informacién que no sea redundante. Para este analisis
se han aplicado las funciones de correlacion cruzada, auto-correlacion y analisis de
componentes principales.

La segunda razoén para hacer un pre procesamiento de datos estd relacionada con la
factibilidad de procesamiento de la informacion por parte de la red. Como veremos en
desarrollos teoricos posteriores, las redes neuronales emplean las llamadas funciones
de activacion en cada neurona. Las funciones utilizadas en nuestro estudio son las
llamadas sigmoidales, las cuales tienen como dominio (-o0; ) y mapean este dominio
al rango [0; 1]. Por esta razon se realiza un proceso de escalado de datos para que la
red pueda ajustarse a los datos.

El capitulo 5: IMPLEMENTACION DE ARQUITECTURAS DE REDES
NEURONALES Y RED OPTIMA. Este capitulo esta orientado a la implementacion
de varias arquitecturas de red utilizando el toolbox de Matlab, orientadas a la
prediccion de caudales con un dia de avance. La eficiencia de los resultados de estas
redes es presentada como el valor de Q? para prediccion. Posteriormente se procede a
encontrar la red Optima, para finalmente hacer un analisis de los resultados de la red
optima para caudales bajos, medios y altos, que seran definidos en la seccidon
correspondiente.

El capitulo 6: ROBUSTEZ DEL MODELO PROPUESTO. Con el objeto de analizar
la robustez del modelo previamente definido en el capitulo 3, se realiza en este
capitulo el analisis de sensibilidad del modelo, con el objeto de identificar las
estaciones a las cuales es mas sensible el modelo. Posteriormente se desarrolla la parte
complementaria del analisis de sensibilidad que es el analisis de incertidumbre, en el
cual se calcula la incertidumbre debido a incertidumbre estructural del modelo y
debido a incertidumbre en las mediciones de precipitacion y la posterior propagacion
atraves del modelo.

El capitulo 7: CONCLUSIONES Y TRABAJO A FUTURO. En este capitulo final se
recopila los resultados obtenidos en los capitulos 4, 5, y 6 y se hace un analisis y
conclusiones del trabajo realizado. Debido a que este trabajo ha sido de caracter
altamente investigativo se han identificado varios temas que necesitan mayor estudio,
los cuales sobrepasan los objetivos de esta tesis pero que su desarrollo seria de mucha
importancia para la mejor compresion del tema tratado. Estos temas son expuestos en
la seccion de Trabajo a Futuro.
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CAPITULO 2

REDESNEURONALESARTIFICIALES

2.1 Introduccioén

Un modelo simplificado de una neurona real estd compuesto del cuerpo, un conjunto
de fibras que llegan del cuerpo llamadas dendritas, y una fibra que sale del cuerpo
llamada ax6n. Las dendritas traen informacion en forma de impulsos eléctricos hacia
el cuerpo. Por lo contrario el axoén, transmite informacion en forma de impulsos
eléctricos del cuerpo hacia otras neuronas mediante el proceso de sinapsis. La
transmision de los impulsos eléctricos desde una neurona hacia otra depende de la
eficiencia de la transmision sinaptica. Esta eficiencia podemos llamarle variable w. si
la eficiencia es positiva entonces la sinapsis es llamada excitatoria, si es negativa es
llamada inhibitoria. Una neurona real puede variar la cantidad de impulsos por
segundo, dependiendo de su actividad. Para modelar esta actividad se ha simplificado
este comportamiento realizando modelos tipo binario, es decir, transmisiéon o no
transmision.(Ver figura 1)

El modelo simplificado de una neurona puede ser simulado por una neurona artificial.
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Figura 1 Modelo simplificado de una neurona
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La transmision de informacion mediante las dendritas que dependen del tiempo esta
representado por las variables x. la eficiencia de la transmision esta representado por
los pesos w. El procesamiento del cuerpo de la neurona se procesa por funciones
internas que generan la magnitud de salida out. El axon se modela mediante la
variable de salida y.

2.2 Neuronas con argumento escalar

Vamos a describir el funcionamiento de una neurona sin umbral (término bias). Una
neurona con un valor escalar p como ingreso, transmitido mediante la conexion de
peso w tiene el valor wp. Este valor llega a la neurona y es el argumento de la funcion
de transferencia f, la cual produce el escalar a = f(wp). Para simplificar
nomenclatura podemos definir como n, el escalar que ingresa a la neurona, y que sera
el argumento de f, es decir a = f(n). El funcionamiento de una neurona con umbral
es el siguiente. El ingreso mediante el peso w tiene el valor wp como en el caso
anterior. El valor de ingreso en el umbral es 1, mientras que su peso es b. por lo tanto
b y wp se suman para ser argumento de f, la funcion de transferencia. La funcién del
umbral es como la de un peso b que se suma a wp [1].

Es importante observar que a = f(wp + b) que es la respuesta de la neurona con
umbral, pretende mapear la entrada p mediante los parametros w y b. El objetivo de
esta neurona es entonces mapear p a un a* deseado mediante el ajuste de w y b. la
diferencia entre a y a* se debera ir disminuyendo hasta un valor aceptable. Para que
los parametros w y p se ajusten sera necesario un algoritmo de entrenamiento. Mas
adelante en el desarrollo de esta tesis nos enfocaremos en los algoritmos de
aprendizaje mdas utilizados y aplicables a la tematica estudiada. En la fig.2
representamos el comportamiento de las neuronas tratadas.

Pe—t __nyfley P etyly
lb

1

Figura 2 Modelo de una Neurona.

|zquierda neurona sin umbral. Derecha neurona con umbral
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2.3Funciones detransferencia

Existen diferentes tipos de funciones de transferencia [1], cuyo argumento puede o no
incluir el término umbral. Las funciones de transferencia son también conocidas como
funciones de activacion. Las mas utilizadas seran descritas a continuacion.

2.3.1 Funcién Escalén o limitador fuerte

Esta funcion de transferencia limita la respuesta de la neurona a 0 cuando el
argumento n es menor que 0, o a 1 cuando el argumento n es mayor que 0.
Recordemos que el argumento n puede contener o no el término umbral, segiin como
se desea programar la neurona. Ver fig. 3.

a=0 sin<O0

a=1 sin>0

Figura 3 Funcién de transferencia escalén

2.3.2 Funcién lineal

Esta funcion de transferencia es utilizada para una aproximacion lineal. Ver fig. 4.
(1Pt

Esta funcion de transferencia tiene por argumento n y si su salida es “a”, entonces se
define como:

a=b+cxn
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Figura 4 Funcion de transferencia lineal

2.3.3 Funcién sigmoidal

Esta funcion de transferencia es muy utilizada, particularmente en problemas de ajuste

de datos. Ver fig. 5. Esta funcion de transferencia toma el argumento n y lo mapea al
1

rango [0,1], segln la siguiente ecuacion: a = ———
go [0,1], seg g Trexp (=)

Figura 5 Funcion de transferencia sigmoidal

2.3.4 Resumen defuncionesdetransferencia

A continuacion presentamos en la Tabla. 1 un resumen de varias funciones de
transferencia que pueden ser utilizadas para diversas aplicaciones.

Recordamos que segun la nomenclatura utilizada el valor del argumento es n, mientras
que la salida o repuesta de la red es a.
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Nombre
Limitador Fuerte

Limitador Fuerte
Simétrico

Lineal Positiva

Lineal

Lineal Saturado

Lineal Saturado
Simétrico

Sigmoidal Logaritmico

Tangente Sigmoidal
Hiperbdlica

Competitiva

Respuesta
a=0n<0; a=1n=0

a=-1n<0;a=1n2

a=0n<0;, a=nn=0
a=n
a=0n<0a=n0<n<la=1n>1

a=-1n<-1;a=n-1<n<1
a=1n>1

1
“= 1+ exp(—n)

_exp(n) — exp (—n)
~ exp(n) + exp (—n)

a = 1 neurona con maximo argumento n
a = 0 neuronas con argumento menor

Tabla 1 Resumen de funciones de transferencia

2.4 Neuronas con argumento vectorial

Sea p = [p1;p2; -

componente del vector
W = [W(i,l); W(i,Z); PP W(i,R)]
Wp = [paW(iy; P2W(i 2y -

f es:

;Prl €l vector de entrada a una neurona i, entonces cada
sera  multiplicado por un peso del vector

resultando el

- PRW, R)] que puede o no ser sumado al término umbral
de la neurona i, b;. Entonces la respuesta a; de la neurona con funcién de transferencia

a; = f(n) = f(Wq jypj + bi)

n = W jpj + b
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En la fig. 6 podemos simbolizar el funcionamiento de una neurona con argumento
vectorial.

Figura 6 Neurona con argumento vectorial
2.5 Topologia deunared neuronal

En una red neuronal multiples neuronas son interconectadas para formar una red, con
el objeto de potenciar la capacidad de computo [5]. La configuracion de las
interconexiones puede ser descrita con un grafo dirigido (fig. 7). Un grafo dirigido
estd compuesto de nodos y de arcos dirigidos. La topologia del grafo puede ser
categorizado como ciclico o aciclico.

Una red aciclica, consiste en arcos sin regreso, es decir el flujo de informacion se
dirige desde el inicio hasta el final de la red, sin tener ningln retorno, es por eso que
estas redes también se denominan feedforward neural networks. Redes de este tipo se
utilizan para realizar mapeos no lineales entre los datos de entrada y los datos de
salida. Contrariamente en una red ciclica, los arcos forman retornos hacia neuronas
anteriores, este tipo de redes también se denominas recurrentes. Debido a los bucles
recurrentes de informacion estas redes son dindmicas no lineales y ademas poseen
memoria interna. Las redes neuronales recurrentes usualmente presentan
comportamientos muy complejos, es por esto que todavia son objeto de investigacion.

Este tipo de redes también son llamadas feedback neural networks.

=

A) Red Aciclica B) Red Ciclica

Figura 7 Topologias de red.

Izquierda Red Aciclica. Derecha red ciclica
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2.6 Arquitecturasdered

La clasificacion de las redes neuronales en clase feedback y clase feedforward es
bastante general. Por lo tanto vamos a estudiar varias arquitecturas ampliamente
utilizadas para aplicaciones comunes. Muchas otras arquitecturas que se encuentran en
la bibliografia especializada no son estudiadas debido a que las arquitecturas
adoptadas dependen del problema estudiado.

En principio varias neuronas pueden recibir la informacién de entrada, y estas a su vez
enviar informacidn a una neurona de salida que es la respuesta de la red. Este arreglo
de neuronas que estaria trabajando en forma interconectada llamamos red neuronal.
También es posible organizar arreglos de varias capas que al final dan una respuesta
del arreglo neuronal. Este arreglo también es una red neuronal, pero mas compleja.

Generalmente las redes neuronales tienen un arreglo de capas tal que podemos
identificar claramente la capa de entrada, una o varias capas ocultas, y finalmente la
capa de salida. La capa de entrada no altera la informacioén entrante, tan solo se
encarga de repartir la informacion a las neuronas de la primera capa oculta. La o las
capas ocultas tienen interconexion para procesar la informacidn, hasta que estas
envian la informacion a la capa de salida que es la respuesta del sistema. El término
capa oculta se debe a que el programador o usuario envia los datos a la capa entrante y
recibe datos de la capa saliente, todo el procesamiento interno de las capas ocultas no
es muy evidente como para dar un significado. (Ver Fig. 8)

“apa Ocults
Capa Oculta Capa Oculta

Capa Oculta

Capa de

Salida >0

= Capa de
Salida

>

Capa de ™
entrada

Capa de
entrada

Figura 8 Redes multicapas.

Izg: Una capa oculta. Der: Dos capas ocultas.
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2.6.1 Multilayer Perceptron

El modelo llamado Multilayer Perceptron (MLP), consiste en una red tipo
feedforward, la cual tiene varias capas de neuronas. Cada neurona en un MLP tiene
una funcién de activacion que es usualmente no lineal, continua y diferenciable. Son
bastante usadas la funcion sigmoidal y la tangente hiperbdlica [5].

La configuracion de una red tipo MLP estd compuesta por una capa de entrada, la cual
no tiene funciones de neurona, es decir, la informacidn entrante no es alterada. Luego
siguen las capas ocultas, y finalmente la capa de salida. Cualquier configuracion que
sea aciclica es basicamente un MLP.

Un MLP genera un mapeo no lineal entre los datos de entrada y los de salida. El
siguiente ejemplo nos ayuda a mostrar las potencialidades de esta arquitectura de red
neuronal.

Sean los datos de entrada los pares ordenados (x, y) dentro del dominio bidimensional
0<x<1,0<y<1; estos pares ordenados ingresan como datos a una red MLP
con funcidn de activacion sigmoidal y mapea a la respuesta z que se muestra en la
figura 9. Ha sido probado que un MLP con suficientes neuronas y un maximo de dos
capas ocultas puede generar un mapeo complejo dentro de un rango finito [6].

Figura 9 Mapeo de un dominio bidimensional mediante un MLP

2.6.2 Radial Basis Networks (RBN)
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La redes llamadas Radial Basis Network (RBN) es una red tipo feedforward, cuyas
neuronas tienen como funciéon de activacion las funciones llamadas Radial Basis [5].
Estas funciones son de la forma f(||[x —mg||) = f(r). Esta funcion es simetrica
respecto a un punto central my. Presentamos en la figura 10 algunos ejemplos de
funciones base radial en una dimension.

| A\ ﬁ\

Figura 10 Funciones de activacién tipo Radial Basis. Tres gjemplos.

Estas funciones pueden ser utilizadas para aproximar cualquier funcion mediante su
combinacion lineal (Ver Fig. 11). Esta superposicion puede entenderse como la
superposicion de funciones sinusoidales y cosenoidales en las series de Fourier.

»
> >

Figura 11 Aproximacién de una funcion mediante la combinacion lineal de funciones radiales

La funcion aproximada se representa como una combinacion lineal ponderada de una
familia de funciones base radiales con diferentes escalas y traslaciones.

C
FG) = ) wi(llx = myll /o)
i=1

En el planteamiento anterior w; son los pesos o ponderaciones de las funciones
@(llx =mll/ o).
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2.6.2.1 Formulacion del problema de aproximacion de funciones base
radiales

Dado un conjunto de puntos {x(k); 1 < k < K } y los valores de una funcién F(x)
desconocida evaluada en esos K puntos {d(k) = F(x(k));1 <k <K} , encontrar
una aproximacion de F(x) en la forma F(x) = X5, w;o(llx — m;ll/o;) tal que la
suma del cuadrado del error de aproximacién en esos puntos de entrenamiento

K
> 1460 - F(x(0)P?
k=1

es minimizada.

Segun el planteamiento para la solucion del problema anterior las RBN pueden
clasificarse como tipo I y tipo II.

RBN Tipo|

El primer tipo de RBN elige cada muestra de entrenamiento como la ubicacién de una
funcion base radial. Por lo tanto C=K y m; = x(i), donde 1 < i < K. Ademas un
parametro o es elegido para cada funcion. Por conveniencia g; = 1 . Escribiendo la
formulacién en forma matricial:

o(llx(D) —mlD)  @(llx(D) —malD)  @(llx(1) —mel) (w1l [d(D)
o(lIx@2) = myl)  @(llx(2) — my ) <p(||x(2)—mcu)HWz\= d(2)
oClIx®) = mul) o(Ix(K) —mal) oK) — med wel  Lacy

Llamemos @ la matriz de KxC elementos, en la cual K=C, y normalmente es definida
positiva para funciones bases radiales cominmente usadas, por lo tanto el vector de
pesos W puede ser determinado mediante:

W=o1d

Sin embargo en aplicaciones practicas esta matriz ® es cercana a singular llevando a
inestabilidades numéricas en su solucion. Diferentes métodos pueden ser aplicados
para solucionar este problema.

El primer método es el de regularizacion. Sea A un numero positivo pequefio,
entonces:

W= (®+2A)"1d
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El segundo método es minimos cuadrados. El objetivo es hallar la solucion W, tal
que ||®W — d||? es minimizada. Aqui:

W = (@)*d

Donde (®)%es la matriz seudo-inversa., que puede ser encontrada usando la
descomposicion de valores singulares.

RBN Tipo 1

El tipo II esta basado en la teoria de regularizacion [7]. La funcion base radial
utilizada es la Gausiana.

llx — m||
202

o(llx —ml)) = exp(— )
El problema es minimizar ||GW — d||?> sujeto a la restriccion WTG,W = a

constante. En este planteamiento se ha utilizado G como ®para especificar el uso de
funciones Gausianas.

La solucion al problema de optimizacion puede ser encontrado como:
W =(GTG + AGy)"G"d

Donde A es un parametro de optimizacion y usualmente es elegido como un niimero
pequefio no negativo. Como A tiende a cero esta solucion se convierte a la solucion de
minimos cuadrados.

2.6.3 Redesde Aprendizaje Competitivo (CLN)

En los dos tipos de redes vistas, MLLP y RBF, el aprendizaje se basa en la reduccion
paulatina del error entre datos observados y calculados, esto significa que la
adaptacion de los pesos sinapticos esta guiada por la reduccién de este error. En las
redes que vamos a estudiar en esta seccidon el criterio a aplicar es aprendizaje
competitivo [5].

Con las redes tipo CLN o Competitive Learning Networks, las neuronas de una misma
capa compiten entre ellas para representar el vector de entrada. La neurona que mejor
representa el vector de entrada, ajustara su peso sindptico. Como tal, el aprendizaje
competitivo puede ser considerado como un algoritmo de clustering secuencial.
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2.6.3.1 Redes ortogonales lineales

En una red lineal de una capa, la respuesta de la capa n es (Fig. 12):

M
I = D W (D ()
m=1

X1 b3 Y1

M

Figura 12 Red de mapeo lineal RY — RV

Los pesos sinapticos son actualizados segun una regla Hebbian generalizada mediante:

M (6) = Wi (£ + 1) = W () = O L (®) = D Wiam @)y ()]
k=1

El vector de pesos sinapticos w,, convergera al vector propio del n-ésimo valor propio
mas grande de la matriz de covarianza de la matriz de observaciones formada por:

C=) XXT(t)
2.

Es decir que luego de la convergencia esta red producira las componentes principales
(vectores propios) de la matriz de covarianza de los vectores de entrada o ingreso. El
analisis de componentes principales (PCA) ha encontrado aplicaciones diversas siendo
esta una de ellas.
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2.6.3.2 M apeos Self-Organizing

Una red Self-Organizing Map SOM, es una red neuronal competitiva de una capa, que
impone un orden pre asignado entre neuronas [7]. Esta red es entrenada mediante un
aprendizaje no supervisado, para producir una representacion discretizada
(usualmente de dos dimensiones), del espacio de vectores de ingreso. Esta
representacion se llama mapeo. La diferencia respecto a otras redes neuronales es que
estas utilizan una funcion de las neuronas vecinas para preservar las propiedades
topologicas del espacio de entrada. Esto hace las SOM fttiles para visualizar datos de
alta dimensionalidad. Estas redes son llamadas también Kohonen map. Las SOM
usualmente trabajan con dos grupos de datos, los de entrenamiento y los de mapeo.

Los de entrenamiento construyen la red utilizando los vectores de ingreso mediante un
proceso llamado cuantizacion vectorial (debido a que el proceso clasifica los vectores
de ingreso en grupos, tiene sentido esta denominacion ya que los resultados se
presentan en grupos de datos). Luego de entrenada la red, se procede a la clasificacion
o0 agrupamiento con datos nuevos, este proceso se llama mapeo.

La configuracion de la capa considerada puede extenderse a otras topologias [9]. La
motivacidn para utilizar otras topologias es el eliminar los efectos de los bordes. Una
aplicacion de TSOFM (Toroidal Self Organizing Map) es en reconocimiento de
imagenes, en donde se ha eliminado los efectos de borde y obviamente se ha
incrementado la tasa de reconocimiento (Fig. 13).
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Figura 13 Representacién de datos agrupados mediante una red Self-Organizing-Map.

Como se puede ver lared ha clasificado los datos en nueve grupos

39



2.6.4 Committee Machines

Una red tipo committee machines estd compuesta de varias redes neuronales [7]. Los
vectores de ingreso de datos acceden a cada red, de cada red o modulo se obtiene una
respuesta, la cual se transmite al modulo final, el cual recibe la respuesta de todos los
modulos y realiza una decision basada en la respuesta colectiva.

El médulo de decision puede generar la respuesta final de la red committee machines
segun dos criterios.

El primer criterio es ensamblaje. En este tipo de redes la decision de respuesta
combina por mayoria o por una ponderaciéon de respuestas, pero esta respuesta es
independiente de los datos de entrada. Por esta razén estas redes son llamadas
estaticas.

El segundo criterio es relacionar la respuesta del modulo final en funcion de los datos
de entrada. Por esta razon este tipo de redes son llamadas dindmicas. Son
caracteristicas las redes llamadas Mixture of Expert (MOE). Estas redes fraccionan el
espacio de los vectores de entrada y especializan cada modulo en una subregion del
problema. Una red de entrada asignara datos a ciertos moédulos, estos modulos
procesan estos datos y envian la respuesta. Esto significa que el funcionamiento de
este Committee Machines depende de los datos de entrada.

2.7 Aprendizaje

Es necesario definir el significado de aprendizaje relacionado con inteligencia
artificial. Aprendizaje significa que dado un conjunto de observaciones y una
estructura de funcion se utiliza un algoritmo para encontrar una funcion especifica que
optimiza alguna funcion de costo relacionada con las observaciones.

Usualmente es posible definir una funcién de costo por diversas caracteristicas de la
misma. Pero basicamente la funcién de costo depende de la tarea de aprendizaje
necesario.

Las tareas de aprendizaje son primordialmente tres [24].

Aprendizaje supervisado: en este tipo de aprendizaje dados datos de entrada X y de
salida Y busca encontrar la funcion que mapea X a Y. La funcion de costo en este tipo
de aprendizaje generalmente estd relacionada con el error entre la prediccion de la
funcion y los datos reales.
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Usualmente es utilizado el error cuadratico medio como funcion de costo. Utilizando
esta funcion de costo con el algoritmo gradient- descent para optimizarlo aplicado a
redes neuronales, este algoritmo es llamado backpropagation.

Los problemas que son usualmente tratados con aprendizaje supervisado son
clasificacion y regresion.

Aprendizaje no supervisado: en este tipo de aprendizaje unos datos X son dados y la
funcién de costo a ser minimizada puede ser funcion de los datos X y de la respuesta
de lared F. La funcidn de costo es dependiente de la tarea a realizarse. Contrariamente
a funciones de costo utilizadas en aprendizaje supervisado, las funciones de costo
podrian ser maximizadas dependiendo del problema.

Tareas que utilizan este tipo de aprendizaje son clustering, compresion, filtrado y
problemas de estimacion en general.

Aprendizaje Reforzado: en este tipo de aprendizaje los datos X (t) generalmente no
son dados, mas bien estos son generados por la interaccion de un agente con el
ambiente. En cada tiempo t, el agente actia mediante una variable Y (t) y el ambiente
genera una observacion X (t) y una funciéon de costo C (t) de acuerdo a cierta
dinamica. El objetivo es determinar lineamientos para identificar las acciones que
minimizan el costo a largo plazo.

El ambiente es usualmente simulado mediante Procesos de Decision de Markov. Los
estados S; y las acciones A; y las distribuciones de probabilidad de costo P(C;|S;) de
observacion P(X;|S;) y de transicion P(S;;1]S;,4;) , mientras que los lineamientos
son definidos distribuciones condicionales sobre las acciones dadas las observaciones.

Los problemas tipicos a ser resueltos por este tipo de aprendizaje son problemas de
control.

En las secciones siguientes estudiamos algunos algoritmos de aprendizaje.

2.7.1 Algoritmo Levenberg-Marquardt

El algoritmo de Levenberg-Marquardt es una técnica iterativa que localiza el minimo
de una funcién multivariada que es expresada como la suma de los cuadrados de una
funciéon real no lineal [11]. Esta técnica se ha utilizado ampliamente en diversos
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campos de aplicacion. Cuando la solucidon actual es distante de la correcta, el
algoritmo actia como un método steepest descent, es decir, es lento pero asegura
convergencia. Por lo contrario cuando la soluciéon estd cerca de la correcta, este
algoritmo se convierte en el algoritmo de Gauss-Newton. A continuacion se hara una
descripcion del método.

Sea f una relacion funcional la cual mapea un vector de pardmetros p € R™ a un vector
estimado de medicion X = f(p), X € R™. Una estimacion inicial del vector de
parametros es p, y un vector de medicion x son conocidos, y se desea encontrar un
vector p*t que satisface la relacion funcional f. Basicamente el algoritmo aproxima
linealmente f en el vecindario de p. Para variaciones pequefas de ||6p|| , una
aproximacidn en serie de Taylor nos lleva a:

flp+6,) = f) +]6,

En donde J es el jacoviano de la matriz @ .

El proceso iterativo empieza con p,, el método produce una serie de vectores
P1, D2, -, Pgque converge hacia el vector minimizador p* . En cada iteracion se
encuentra &, tal que minimiza ||x — f(p + &,)|| = ||x = F(®) +J6,|| = |le = J &, |-
El valor de 8, es obtenido por lo tanto cuando se cumple que | Ty 6, =] Te .

La matriz /7] es la Hessiana aproximada. El método de LM resuelve una variacion de
esta Hessiana. Las ecuaciones se llaman normales aumentadas.

N6, =]"e

Aqui los elementos fuera de la diagonal son idénticos a los de /7] y los elementos de
la diagonal vienen dados por N;; = u + [JT]];; para u > 0. La estrategia para alterar
los elementos de la diagonal se llama amortiguamiento y p es llamado término de
amortiguamiento. ~ Si el  pardmetro  actualizado p+4, calculado de
N6, = JT€e reduce el error, la actualizacion es aceptada, procediendo a disminuir el
termino de amortiguamiento.

El proceso de repetir las ecuaciones normales aumentadas
N6, = JTe para diferentes valores del término de amortiguamiento hasta que se
obtiene una actualizacion del vector de parametros se considera como una iteracion
del algoritmo LM.

Debido a que el término de amortiguamiento es ajustado cada iteracion con el objeto
de reducir el término de error €, si el valor de este parametro es alto, entonces la
matriz N es basicamente diagonal y la actualizacién de &, estd en la direccion de
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pendiente mas elevada (steppest descent direction). El parametro de amortiguamiento
sirve para manejar problemas numéricos cuando 7] es cercano a singular. El
algoritmo LM es adaptativo ya que este controla el término de amortiguamiento. Por
esta razon LM es capaz de alternar entre una aproximacion suave cuanto esta lejos del
minimo y una convergencia rapida cuando esta en las proximidades del mismo.

El algoritmo LM termina cuando por lo menos una de las condiciones siguientes es
cumplida:

- La magnitud del gradiente JT¢ cumple con la tolerancia.
- El cambio relativo de &, cumple con la tolerancia €,

- Elerror €€ cumple con €5

- Un numero de iteraciones maximas es alcanzado

Si una matriz de covarianza ),, para el vector x es disponible, puede ser
incorporada al algoritmo LM, minimizando €T };1€. Asi el problema sera resuelto
minimizando las ecuaciones normales ponderadas:

-1 -1
Y Js=I) e
2.7.2 Algoritmo Backpropagation

El algoritmo Backprogation [12] puede ser utilizado para entrenar cualquier tipo de
red neuronal, sin embargo su aplicacion mas usual es en las redes llamadas Multilayer
Perceptron. Estudiaremos a continuacion el algoritmo Backpropagation aplicado a
MLP.

Sea una red neuronal multicapa de L capas, en la cual el valor real de una neurona j de
la capa |1 denominamos como x} . Segun esta convencion las neuronas de la capa de
ingreso son x}p y las de la tultima capa son ij. Los pesos sinapticos de las
conectividades que salen de la capa | desde la neurona j hasta la neurona i de la
siguiente capa son Wilj y el término umbral de esta misma capa | y neurona i es bl-l .

Establecida la nomenclatura procedemos a describir el algoritmo Backpropagation.

1- Mapeo de x° a x" . El vector de entrada x° es transformado en el vector x*
evaluando la siguiente ecuacion:
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nl-1

xl=f(ul) =f Z Wi bt 1=12,..L
=1

2- Calculo del error del mapeo. La diferencia entre el valor objetivo d y el valor
calculado ij es calculado mediante:

8t = f'(w) (i = %)

3- Error hacia atras. El error en la salida de la red respecto al valor objetivo es
repartido hacia atras dependiendo de la funcion de activacion y de los pesos
sinapticos:

nl
-1 _ -1 1ol _
6] _f’(uj ) 2W116l l = 1,2,....,L
i=1

4- Actualizacion de pesos. Los pesos sinapticos y los términos umbral son

actualizados utilizando los valores de x} y 6J-l_1mediante las ecuaciones

siguientes:
AW, =6} xf ™
Ab; = n5;

Este proceso es una iteracion del algoritmo. Una vez que se han actualizado los
pesos y los términos umbral se procede a ingresar un nuevo vector x° para
generar otra prediccion y su consecuente actualizacion de pesos y términos
umbral. El proceso sigue hasta que el valor del error de calculo de la red cumpla
con una tolerancia o llegue hasta un nimero limite de iteraciones.

Cuando los datos del vector x° son escogidos aleatoriamente del conjunto de
datos escogidos para entrenamiento, los pesos resultantes al final del ingreso de
estos datos son llamados pesos sinapticos de la época k. Si generamos un nuevo
entrenamiento escogiendo nuevamente en forma aleatoria los datos del conjunto
de entrenamiento, los pesos resultantes seran los de la época k+1. Asi podemos
generar varias épocas y comparar el error minimo de cada época, para finalmente
escoger los pesos de la época que ha generado el menor error respecto a otras
épocas.
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2.7.3 Méodosbasados en gradientes conjugados

Estos métodos de segundo orden utilizan las segundas derivadas de la funcion
objetivo. En contraste técnicas de aprendizaje como backpropagation utilizan
derivadas de primer orden, por lo cual son llamadas técnicas de primer orden. Desde el
punto de vista matematico las técnicas de segundo orden encuentran minimos locales
de una mejor manera que las de primer orden, sin embargo su costo computacional es
mas alto. El algoritmo de backpropagation busca el minimo segun la direccion del
gradiente de la funcion objetivo, mientras que los métodos de gradientes conjugados
lo busca en una direccién conjugada a las direcciones de los pasos anteriores.

Sea ¢(x) una funcion multidimensional a ser minimizada.

Su desarrollo en serie de Taylor hasta el término cuadratico es:

1
¢ ~ p(w) + Dp"[x —u] + Sl = u]"D?¢[x — u]

Simplificando para u=0, y haciendo cambio nomenclatura, la condiciéon de minimo
requiere que:

Vp(x) =D¢p + D?¢p[x] =0

Ax—b =0
Donde:
D?¢ = A es la matriz Hessiana
Vo (x) = —b es el valor negativo del gradiente

Por lo tanto el problema de minimizacién de la funcion ¢(x) se reduce al de la
solucion del sistema Ax = b, para el cual es necesario calcular la matriz Hessiana y el
gradiente de la funcion a ser minimizada. Ademas, el vector x resultado de la solucion
del sistema es un punto critico de la funcion ¢ (x).

El método de los gradientes conjugados (CG) es un método para resolver
iterativamente sistemas de ecuaciones de la forma:

Ax=Db
Donde x es el vector de incognitas, A es una matriz de términos conocidos, y b es el
vector independiente.
Las condiciones sobre la matriz A es que debe ser cuadrada, simétrica, y definida
positiva. Una matriz es definida positiva si se cumple que:
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xTAx >0

Ahora, supongamos que x* es la solucion real del sistema Ax = b, si empezamos con
X a buscar la solucidn, necesitamos saber cuan distantes estamos de la solucion real.
Para la solucion del sistema se cumple que Ax —b = 0, por lo tanto ry = b — Axy el
residuo serd la métrica buscada que mide la diferencia entre la solucion propuesta y la
real.

Por otro lado, la busqueda del punto minimo se la realizard en direcciones ortogonales,
debido a esto se llama gradientes conjugados. El proceso para encontrar direcciones
ortogonales que podemos utilizar es el de ortonormalizacion de Gram-Schmith.

Este proceso es sucesivo y sigue la siguiente expresion:

- piATy
Pr+1 Kk PiTATi

i<k

Si seguimos esta direccion, la siguiente ubicacion optima es:

Xk+1 = Xk — Ak+1 Pr+1

Ak+1 = T
P k414 Ther1

Finalmente el algoritmo resultante es:

ro = b — AxO

Po =To

k=0

Inicio de iteraciones:

b £+1 Tk
p £+1A Tk+1
Xg41 = X — Qg Pk
Tes1 = Tk — QA Pi
Si ri,1 €s menor que una tolerancia sale de iteraciones

Ok+1 =

,3 — r;’;+1 Tk+1

k T’II;Tk
Pk+1 = Tk+1 T Bk P
k=k+1

Fin de iteraciones
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CAPITULO 3

DEFINICION DE LA ROBUSTEZ DE UN
MODELO

3.1De€finicion de Robustez del modelo

Esta tesis analiza la robustez del método de las redes neuronales para la prediccion de
caudales aplicado a la cuenca alta del Rio Paute. El analisis de la robustez se ha
basado en un analisis de sensibilidad primero y posteriormente un analisis de
incertidumbre.

Las variaciones de los datos de entrada pueden deberse a la variabilidad propia de las
variables de entrada (suponiendo que no existe errores en los mismos), por un lado,
pero ademas pueden ser afectadas por errores en lectura, transcripcion, calculo, etc.

Por esta razon se realiza un analisis de sensibilidad para identificar las variables a las
cuales es mas sensible el modelo, especificamente las estaciones a las cuales es mas
sensible el modelo. Luego, para el analisis de incertidumbre se calcula la
incertidumbre del modelo como la suma de incertidumbres de dos fuentes. Una, la
incertidumbre en prediccion del modelo, y la segunda la propagacion de incertidumbre
por errores en los datos. Es importante recordar que si bien es cierto durante las dos
ultimas décadas se ha investigado sobre estos dos topicos, al analisis de sensibilidad y
el analisis de incertidumbre, no existe una definicion cientifica tnica de ellos, y su
procedimiento depende del campo de aplicacion [17].

3.2 Andlisisde sensibilidad

El modelo propuesto estd orientado a respuesta en tiempo real, por lo tanto debemos
efectuar el analisis de sensibilidad a la disponibilidad en tiempo real de las variables
de entrada.

Debido a las condiciones actuales de operacion de las estaciones de medicion, es usual
la falta de informacion de las diversas estaciones. Esta falta de informacion no es
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deseable debido a que el modelo es distribuido, en consecuencia es necesario disponer
de la informacion de las nueve estaciones de precipitacion y una de caudal en forma
coincidente. Por lo tanto es importante que estudiemos como las variables de entrada
afectan a la variable de salida (prediccion de caudal). El sistema deberia ser robusto
frente a faltantes de informacion, sin embargo pretendemos identificar un grupo de
variables basicas para el funcionamiento adecuado del modelo.

Resumimos las variables de entrada en la tabla 2:

Numero
de

estacion Denominacién de Estacion Variable
1 Cancan_Soldados precipitacion
2 Chanlud precipitacion
3 El_Portete precipitacion
4 El Labrado precipitacion
5 Machangara_DJ_Chulco precipitacion
6 Matadero_en_Sayausi pr ecipitacion
7 Tarqui_DJ_Cumbe precipitacion
8 Ucubamba_en_ETAPA precipitacion
9 Yanuncay_en_Pucan precipitacién
10 Tomebamba_en Ucubamba caudal

Tabla 2 Estaciones de precipitacion y caudal de la cuenca alta del Paute

3.2.1 Calculodelasenshbilidad

Existen diferentes métodos para calcular la sensibilidad de un modelo. Ademas
dependiendo de las caracteristicas del modelo tratado esta sensibilidad puede ser
determinada respecto a los parametros y respecto a las variables de ingreso [15]. En el
modelo con el cual se trabaja en esta tesis las variables de entrada seran objeto de
estudio.

Primero se calculard el MSE en prediccion del modelo con todas las estaciones
trabajando simultaneamente. Obviamente se espera que el MSE resultante sea el
menor esperado. Luego se procedera a simular la falta de datos de cada una de las
estaciones en forma secuencial para asi determinar los respectivos MSE; en
prediccion.
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El calculo de la sensibilidad del modelo a cada estacion es:

_ MSE,
LT MSE

Donde:

Si: Sensibilidad del modelo a la estacion i
MSE;: MSE del modelo en prediccion sin la estacion i
MSE : MSE del modelo en prediccion con todas las estaciones.

De la formula anterior podemos inferir que el S; necesariamente es mayor o igual
que la unidad, debido a que el menor valor de MSE es el del modelo funcionando con
todas las estaciones. Ordenando las estaciones en funcion de la sensibilidad de la
mayor a la menor podemos identificar las estaciones de mayor importancia para el
modelo.

3.3Andlisisdeincertidumbre

Un analisis de incertidumbre generalmente es complementado con un analisis de
sensibilidad. El andlisis de sensibilidad determina como la variacion de las variables o
parametros del modelo afectan a la respuesta del modelo, y de esta manera identificar
las més importantes. Contrariamente el andlisis de incertidumbre determina la forma
como se propaga la incertidumbre ya sea de los datos, del modelo o submodelos a
través del modelo, y se refleja en incertidumbre de la respuesta del modelo, en este
caso la prediccion del caudal [17].

El analisis de sensibilidad especificamente nos ayudara a determinar la robustez de la
prediccion de los caudales frente a hipotesis de funcionamiento, como podrian ser el
funcionamiento de la red con todas las estaciones o por el contrario funcionando con
las estaciones mas influyentes.

Aunque existe un consenso respecto de la determinacion probabilistica de la
incertidumbre de un fendmeno, no existe un método establecido para obtener sus
distribuciones, y demas parametros estadisticos. Tampoco se ha establecido
especificamente una metodologia para identificar las fuentes de incertidumbre.
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Varias autores [17] proponen las siguientes consideraciones en cuanto a la
identificacion de fuentes de incertidumbre, aplicados a la estimacion hidrologica y la
modelacion hidraulica:

>

Contexto del modelo: identificacion correcta de las variables y pardmetros que
influyen en el fenomeno.

Incertidumbres en la implementacion del modelo: en el proceso de
implementar el modelo desde la percepcion del fendmeno a su
conceptualizacidn se pueden incluir incertidumbres de manera involuntaria.

Propagacion de incertidumbre en el modelo: la influencia en la respuesta del
modelo frente a incertidumbres en los datos de entrada es importante de
considerar.

Incertidumbre en los parametros del modelo.

Incertidumbre dependiente de la metodologia de estimacion: debido a que
existen diversos métodos de estimacion de incertidumbre, su cuantificacion no
serd Unica. La seleccion del método dependera de la disponibilidad de datos,
el tipo de variables, la escala de las variables, la distribucion del error de la
estimacion de las variables, etc.

Incertidumbre en las mediciones.

Incertidumbre en la estabilidad de condiciones futuras: un ejemplo actual son

los diversos escenarios que presentan los modelos de circulacion global.

3.3.1 Un método probabilistico para generacion dela

incertidumbre

Para el analisis de incertidumbre se ha elegido un método probabilistico. La fuente de
incertidumbre estudiada es en los datos de entrada, o variables. Este modelo no posee
parametros, es por esto que no se ha incluido incertidumbre en los parametros.

La estimacion de la incertidumbre o error en los datos de entrada en un aspecto
importante a ser determinado. Estudios previos sostienen que la desviacion estandar
del error de medicion de precipitacion estd alrededor de 0.8 mm [2]. Por esto se ha
generado una distribucion normal N(u = p; o = 0.8) con precipitacion media y
desviacion estandar 0.8 mm, para luego propagarla por el modelo.
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Ya que este modelo es distribuido, y debido a que el analisis de sensibilidad se ha
realizado respecto a las estaciones, el analisis de incertidumbre se lo ha realizado
respecto a las estaciones también. Queda como tarea posterior el estudio de estos dos
analisis respecto al dia de influencia.

Debido a que las respuestas de este modelo no pueden calcularse analiticamente, la
generacion de la distribucion normal de incertidumbre en las variables de entrada sera
aleatoria, y se estudiara la respuesta del modelo. Podemos llamar a este método
probabilistico de Monte Carlo.

La eleccion de la normalidad para la distribucion de la incertidumbre estd respaldada
por un analisis del error de prediccion. Varias pruebas de normalidad aplicadas a los
errores de prediccidon del modelo categorizan esta distribucion como normal (Fig. 14).

Histograma del Error{Obsemwados-Calculados)
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Figura 14 Histograma de los errores de prediccion del modelo
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3.3.2 Propagacion delaincertidumbre por la descomposicion de

lavarianza

Debido a la normalidad de la distribucion de los errores de prediccion del modelo se
ha escogido el método de la descomposicion de varianzas para dividir la incertidumbre
total en sus diferentes fuentes [17]. Este método considera que las fuentes de
incertidumbre son independientes, y se pueden expresar mediante:

0+ E,=Y(P,Ep,X,Ex) + E, (P,Ep, X, Ex) + Ep

O : Vector de observaciones

Y : Vector de valores modelados

P : Vector de parametros

E, : Error de observacion

Ep : Error de los parametros

Ey : Error de las entradas o variables
E,, : Error del modelo

Eg : Error aleatorio

El residuo entre los valores observados y calculados por el modelo es:
Y(P,EP,X,E)() - 0 = EO + Ey (P,EP,X,EX) + ER
Los signos de los errores no interesan pues pueden ser en cualquier sentido.

Para una generacion aleatoria normal de la incertidumbre se cumple [17]:

nx np nF
_ 2 2 2
Oy = Z Oyxi + Z Oyp; T Z OyFi
i=1 i=1 i=1

o# : Varianza que refleja la incertidumbre de la variable Y
0¢y; : Varianza de genera la incertidumbre de la variable Xi.
o¢p; - Varianza que genera la incertidumbre del parametro Pi.
o¢r; : Varianza que genera la incertidumbre del submodelo Fi.

En el modelo estudiado, la incertidumbre de los parametros puede aplicarse a la
incertidumbre de los pesos sinapticos de la red. Debido a la robustez del método ante
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la variacion de la arquitectura y debido a la falta de conocimiento en la interpretacion
fisica de los pesos, un estudio especifico de esta incertidumbre no se ha realizado.
Otro argumento para no considerar la incertidumbre de los pesos sindpticos es la
amplia distribucion espacial de estos en las diferentes arquitecturas, sin embargo las
respuestas de los modelos son muy similares, significa que la variacion de los pesos se
compensan y por lo tanto no son fendmenos independientes estadisticamente, como es
la incertidumbre de los datos de medicion en las diferentes estaciones. La
incertidumbre de los submodelos se ha calculado como la incertidumbre del modelo
mismo en prediccion. Por lo tanto se ha considerado solamente incertidumbre
calculada como la varianza generada por la variable Xi mas la varianza en prediccion
del modelo. Basados en estos argumentos, limitamos nuestro estudio de la
incertidumbre a dos términos o67Z; que es la incertidumbre de submodelos que sera
redefinida como 03 y a Y;_; 02y; que es la incertidumbre inducida en el modelo por
la incertidumbre de medicion de precipitacion en las 9 estaciones.

2 _ 2
Oy = Oyri

9

2 _ 2 2
Oy = Z Oyxi t Oy
i=1

Las estaciones a las que se ha aplicado incertidumbre son las estaciones de lluvia. No
se ha estudiado la propagacion de incertidumbre de la estacion de caudal por la
relacion de la prediccion del caudal con valores de dias anteriores del caudal.
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CAPITULO 4

PRE PROCESAMIENTO DE LOSDATOS

4.1 Definicion delos datos

Debido a que el modelo desarrollado es distribuido es necesario que la informacion
sea coincidente en el tiempo. Es decir, las series de tiempo de las variables de entrada
deben ser completas en las fechas o intervalos de tiempo escogidos. Esto ha
dificultado la disponibilidad de series de tiempo prolongadas. En el caso de modelos
concentrados es posible hacer una ponderacion de los datos de las estaciones faltantes
mediante técnicas estadisticas. Para el modelo que se ha estudiado en esta tesis es
necesario informacion de cada estacion, debido a que el modelo es altamente sensible
a la informacion de cada estacion, desde luego esto es una debilidad y una fortaleza a
la vez.

Las fechas de datos coincidentes se presentan a continuacion:

INTERVALOSDE REGISTRO DE PRECIPITACION Y CAUDAL

Intervalo 1 Desde: Enero 2 del 2002 Hasta: Agosto 1 del 2003

Intervalo 2 Desde: Marzo 20 del 2008 Hasta: Diciembre 30 del 2009

Tabla 3 Fechas de datos coincidentes de informacion

Lo visto en el parrafo anterior es una descripcion temporal de los datos utilizados. La
cantidad de informacién disponible es de 1228 dias. En cuanto a la distribucion
espacial es importante recalcar que la calidad del modelo depende mucho de la
ubicacion adecuada de las estaciones de registro, especialmente de las estaciones de
registro de precipitacion ya que los puntos escogidos deben ser representativos dentro
de una subcuenca. Muchas veces estos puntos no pueden ser ubicados en los lugares
optimos por asuntos logisticos, de seguridad o mantenimiento. Se ha partido de la
hipétesis que los datos disponibles no han sido afectados por equivocaciones y son
representativos de cada zona.

La ubicacion de las estaciones se presenta en la Fig. 15. Las estaciones de registro de
precipitacion estan sefialadas con tridngulos, las de caudal con circulos. La salida de la
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parte alta de la cuenca esta encerrada con un circulo que representa la estacion de
medicion de caudal de Ucubamba en el Tomebamba.

SALIDA
DELA
CUENCA
ALTA

Figura 15 Distribucion espacial de las estaciones de precipitacion y caudal

Las estaciones tanto de precipitacion como de caudal que se han utilizado en esta tesis
estan en la tabla 4. Las lluvias estan expresadas en milimetros y los caudales en m3/s.
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Tabla 4 Estaciones de precipitacion y caudal, unidades, pesos, ubicacion
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4.2Escala de datos

De la tabla anterior podemos ver que las escalas de los datos de precipitacion y de
caudal difieren considerablemente. Como veremos mas adelante estos datos seran las
variables de entrada para la red neuronal, por lo tanto es aconsejable que sus escalas
sean comparables ya que las funciones de activacion utilizadas son del tipo sigmoidal,
las cuales requieren que estén dentro de un rango cercano a [0; 1] que es el rango de la
funcioén sigmoidal [18].

Para cambiar la escala de los datos de precipitacion dentro del rango [-3;3] se ha
utilizado la ecuacion:
_p*b

T 130

*

p

Siendo:
p*: Precipitacion re escalada
p : Precipitacion registrada

Para cambiar la escala de los datos de caudal dentro del rango [0.1; 0.9] se ha utilizado
la ecuacion:

., _q*08
T =200

+0.1
Siendo:

q*: Caudal re escalado

q :Caudal registrado

Luego del calculo de la red neuronal se han revertido los datos a su escala original,
mediante las ecuaciones:
_ 130+ (p* +3)

6

_ 200+ (q"—0.1)
B 0.8

Otra razon importante para escalar los datos adecuadamente es la rapidez de
aprendizaje de la red, e incluso evitar inconvenientes en el entrenamiento de la red.
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4.3 ldentificacion de variables de entrada

Si bien es cierto que las variables que estan involucradas en el problema de prediccion
de caudales son precipitacion, temperatura, evapotranspiracion, evaporacion y otras
mas, los datos disponibles de la parte alta de la cuenca son los de precipitaciéon en
diversos puntos de la cuenca, y registro de caudal en el punto de Ucubamba en el rio
Tomebamba.

Debido a que la precipitacion no se refleja instantineamente como caudal en el rio,
por el contrario esta precipitacion es retenida en los diferentes componentes de caudal
dentro de una cuenca, es importante identificar el nimero de dias de historia que estan
afectando a la medicion de caudal presente.

Para identificar el nimero de dias de precipitacion que se correlacionan con el caudal
que se desea predecir aplicamos la funcién de correlacion cruzada. La correlacion
cruzada estima la correlacion de una variable respecto a otra considerando también
retrasos. Observando la Fig. 16 podemos identificar algunas estaciones que tienen
mayor correlacion que otras. Segiin un umbral de 0.5 de correlacion la mayoria de
estaciones mantienen una correlacion mayor durante los 10 primeros dias. Por esta
razén se ha decidido utilizar 10 dias de historia para precipitacion. Esta eleccion es
razonable debido a que por otro lado una eleccion de mas dias de historia demandaria
demasiado costo computacional.
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Estacion Precipitacidn 1 Estacion Precipitacidn 2 Estacion Precipitacidn 3
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Figura 16 Grafico correlacion cruzada de estaciones de precipitacion con la de caudal

Para determinar los dias de retraso del caudal se ha utilizado la funcién de auto-
correlacion, como se puede observar en la Fig. 17. La auto-correlacion es una
correlacion cruzada de una serie con si misma. Esta funcién se utiliza para identificar
patrones tales como la presencia de sefiales periddicas afectadas por ruido, identificar
una frecuencia fundamental, etc.

Debido a que segiin los valores de auto-correlacion del caudal se mantienen por
encima del umbral que esta representada por la lineal azul en la Fig. 17, hemos elegido
una historia de 10 dias como un periodo razonable.
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Sample Autocorrelation Function (ACF)
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Figura 17 Grafico de la auto-correlacion del caudal

Como se mostro en la seccion 4.1 existen 9 estaciones de precipitacion y una de
caudal. La estacion de caudal sirve también como variable de entrada para prediccion
de caudal con un dia de retraso. En la tabla 4 podemos ver los datos de las diez
estaciones desde la fecha 07/01/2002 hasta 16/01/2002 como datos que influencian el
caudal medido la fecha 17/01/2002. Es decir, los 10 dias pasados de las 10 estaciones
constituyen 100 datos de ingreso para calcular el caudal del dia siguiente.

Por el gran nimero variables de las cuales depende el modelo se analizd la
informacién mediante el método de Analisis de Componentes Principales (PCA). Este
método pretende encontrar las direcciones principales de un conjunto de varias
variables, y de esta manera identificar las combinaciones lineales que generan las
componentes mas importantes del fenomeno. El problema que nos ocupa se plantea de
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la siguiente manera. Dadas 10 estaciones de registro, hallar la combinacion lineal de
ellas tal que la informaciéon de registro se maximice utilizando esas direcciones
principales.

Las direcciones principales se identifican mediante el orden del valor propio de la
matriz de covarianza. El valor propio mas grande representa a la direccion 1, el
siguiente a la direccion 2, asi sucesivamente (Fig. 18). En la tabla 5 se presenta los
resultados de los valores propios, asi como el porcentaje de varianza que ellos
representan. En la tabla 5 podemos ver la primera componente represente el 51.4% de
la varianza, hasta la sexta componente se acumula un total del 88.4% de la varianza, lo
cual es aceptable considerando que podriamos eliminar errores de las medidas y ruido
tomando solo 6 componentes. No se ha utilizado el método de las componentes
principales debido a que el software tiene que operar en tiempo real, y cada vez que
cambia la tendencia de precipitacion se deberia hacer un PCA para evaluar los
coeficientes de la combinacion lineal que intervienen en las estaciones

Valorespropios:

F1 F2 | F3 F4 | F5 F6 F7 | F8 | F9 | F10
Valor propio | 5.14| 1.01] 0.76] 0.73] 0.66| 0.53| 0.40| 035| 0.25| 0.16
% varianza |51.40[10.10| 7.62| 7.33| 6.63| 5.28| 3.97| 3.51| 2.52| 1.63

% acumulado|51.40 | 61.49 | 69.12 | 76.45 | 83.08 | 88.36|92.33 | 95.84 | 98.37 | 100.00
Tabla 5 Valores propios de la matriz de covarianza.

Valores propios

F2
F3 F4 fs5 F6

ol ~ FTF8 Fo g

0 DDDDDDD:.

Figura 18 Grafico de valores propios
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4.4 Andlisisderesultados

En la seccion 4.1 Definicién de los datos, se estudio la disponibilidad de los datos y
los requerimientos de datos que el modelo necesita, por ser de naturaleza distribuido.

Las series de tiempo necesarias para el modelo deben ser coincidentes en
temporalidad, con datos de precipitacion y caudal diarios. Las series de tiempo mas
largas disponibles son de 1228 dias, los cuales representan a registros no continuos
desde el 2 de enero del 2002 hasta el 1 de agosto del 2003 para el primer intervalo y
desde el 20 de marzo del 2008 hasta el 30 de diciembre del 2009.

En la seccion 4.2 Escala de datos, se ha estudiado la escala a la que los datos deben ser
transformados. Debido a que el modelo trabaja con precipitaciones y caudales, sus
escalas originales son diferentes, por lo cual se cambio a una escala de (-3; 3) para
precipitaciones y (0.1; 0.9) para caudales. Utilizar la escala adecuada permitio el uso
de funciones de activacion tipo sigmoidales, mejord las velocidades de entrenamiento,
y aporto a la disminucion de errores numéricos.

En la seccion 4.3 Identificacion de variables de entrada, se establece la historia de 10
dias de las variables que afectan a la prediccion con un dia de retraso, mediante los
criterios de correlacion cruzada del caudal con las estaciones de precipitacion y de
auto-correlacion del caudal. Debido a que existen 9 estaciones de precipitacion y 1 de
caudal, cada una de estas con una historia de 10 dias, el modelo se alimenta de 100
variables de entrada.

Una estrategia para disminuir estas entradas directas al modelo es la de analisis de
componentes principales, PCA. Del estudio realizado de PCA, se concluyo que
mediante la combinacion lineal de las 10 estaciones se puede calcular 6 estaciones
principales las cuales alimentarian al modelo, y las cuales representan el 88.36% de la
varianza de los datos. Sin embargo, no se ha procedido a la implementacion del
modelo mediante el uso de las componentes principales por condiciones operativas de
funcionamiento en tiempo real, necesitando registros mas prolongados para identificar
plenamente las direcciones principales.
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CAPITULO5

IMPLEMENTACION DE ARQUITECTURAS
DE REDESNEURONALES

5.1 Toolbox de M atlab

En primera instancia se programé un Multilayer Perceptron (MLP) en Matlab, con dos
capas ocultas, y con Back Propagation Error como algoritmo de aprendizaje. El
aprendizaje era bastante lento y debido a que cualquier cambio en el programa tomaba
mucho tiempo, se decidid que seria mejor probar arquitecturas en un programa
comercial flexible y versatil, y luego cuando haya sido definida la arquitectura mas
adecuada, se podria proceder a la programacion o compra de la licencia.

El programa elegido fue Matlab debido a que tiene un Toolbox de redes neuronales
que es bastante general y flexible.

Este toolbox permite cambiar el nimero de capas, nimero de neuronas, su funcion de
activacion, diversos tipos de interconexion entre capas, diversas funciones de error
para optimizar la red, varios tipos de algoritmos de aprendizaje. Todas estas opciones
son programables.

La interfaz es bastante amigable, permite trabajar con ventanas, desde teclado o con
scripts. El manejo de archivos tiene la flexibilidad caracteristica del entorno Matlab.

Una opcidn que hemos utilizado del toolbox es la diferenciacion interna entre muestra
de entrenamiento, validacion y prediccidon o test. La red se entrena con los datos de
entrenamiento y va calculando el mse. Debido al aprendizaje en cada iteracion, este
mse de entrenamiento va disminuyendo. Paralelamente el programa va calculando el
mse con los datos de validacién que globalmente van disminuyendo hasta cierto punto
y luego aumentan paulatinamente. En ese punto Matlab automaticamente detiene el
entrenamiento de la red, debido a que la red se esta sobreentrenando para los datos de
entrenamiento, pero se estd distanciando de datos que no hayan intervenido en su
entrenamiento. Esta caracteristica se llama “early stopping” y evita la especializacion
de la red, lo cual es poco deseable para la generalizacion deseada. Una vez que la red
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ha detenido el entrenamiento, se procede a calcular el mse de los datos de prediccion o
test. Esta caracteristica no poseen otros programas (por ejemplo Neural Machine).

5.2 Tiposderedesestudiadas

Para identificar la red 6ptima para el problema que ocupa esta tesis, se ha trabajado
con el nimero de capas, numero de nodos o neuronas por capa, los tipos de conexion
entre capas y neuronas entre capas y las funciones de transferencia utilizadas. La
versatilidad que ofrece el toolbox de Matlab ha permitido probar varias arquitecturas
de red.

1- Red lineal: la opcion mas sencilla es una red neuronal con una neurona. Sin
embargo al utilizar una neurona, el problema idéneo a tratar es uno que posea
una relacion lineal entre las variables 0 datos de entrada con los de salida. El
problema precipitacion escorrentia es altamente no lineal, sin embargo se ha
obtenido resultados de la aplicacion de una red lineal. (Ver Fig.19)

Caudal Mormalizado - Tiempo
07 T T r T

06 A

05k B

041 .

Caudal Naormalizado

1 1 1
a 50 100 150 200 250
TiermpoiDias)

Figura 19 Prediccion red lineal
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2-

MLP: Multilayer Perceptron, es una red de varias capas basicamente. Las
capas son la de entrada, una o varias intermedias u ocultas y la de salida. La
bibliografia recomienda por lo menos una capa oculta que no sea lineal, para
posibilitar el tratamiento adecuado de problemas no lineales. Como referencia
para nuestros prototipos en Matlab hemos utilizado el software Neural
Machine, en el cual la red MLP utiliza una capa oculta y una de salida,
ademas de la de entrada. Este programa tiene dos opciones respecto a
funciones de activacion, la funcion sigmoidal y la funcién lineal. Estas dos
opciones se pueden aplicar a la capa oculta y a la capa de salida.

Mediante el toolbox de Matlab se puede optar por varias capas ocultas, pero
de acuerdo a referencias bibliograficas, esto podria llevar a una red muy
especifica o sobreentrenada.

La primera red posee la capa de entrada, una capa oculta sigmoidal y la de
salida lineal. La primera capa con 100 neuronas para un modelo con 10
estaciones y diez dias de historia. En la capa oculta se ha experimentado con
diversos numeros de neuronas, empezando desde 10 hasta 30. La capa de
salida posee una neurona con funcion de transferencia lineal. (Figs. 20 y 21)

S Neurall Network Traming (nntraintoo el 4
Meural Network
Layer Layer
Input " [ Output
W w
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. \

Algorithms
Training: Levenberg-Marquardt
Performance:  Mean Squared Error
Data Division: Random
Progress
Epoch: 0 934 iteration: ] 1000
Time: 0:19:28
Performance: 1.14e+03 1.8 0.00
Gradient: 1.00 17.7 1.00e-10
Mu: 0.00100 1.00e+05 1.00e+10
Walidation Checks: a ] &
Plots

Performance

Training State
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Flot Interval; D i 1 epachs
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Figura 20 Pantalla Interfaz durante entrenamiento de la red 2 capas
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Figura 21 Prediccién MLP capa sigmoidal y capa lineal

74



La segunda red MLP posee una capa de entrada, una capa oculta sigmoidal
conectada a la de salida y a la siguiente oculta sigmoidal. Otra capa oculta
sigmoidal conectada a la de salida y finalmente la de salida. La capa de
entrada con 100 neuronas, la primera oculta sigmoidal con 10 neuronas, la
segunda oculta sigmoidal con 5 neuronas, y finalmente la de salida con 1
neurona. (Figs. 22 y 23)

_\ Neural Network Training (nntraintoo (==
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Progress
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Time 0:01:537
Performance; 19.7 [0 S06 T 0.00
Gradient: 100 [T 0.463 1.00e-10
M 0.00100 1.00 1.00e+10
walidation Checks: o [ & 3
Plots

Performance

Training State

Regression
Plat Interval: U 1 epochs

% Opening Regression Plot

(=] (-]

Figura 22 Pantalla Interfaz durante entrenamiento de la red MLP 3 capas
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Figura 23 Prediccion MLP 2 capas sigmoidal y capa lineal
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La tercera red es la que presentamos a continuacion. El nimero de neuronas
en la primera capa oculta es 20, la siguiente es 10, la siguiente 5, y finalmente
la de salida 1. Todas las capas son sigmoidales excepto la final que es lineal.
(Figs. 24 y 25)
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Figura 24 Prediccion MLP 3 capas sigmoidal y capa lineal
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Figura 25 Prediccion MLP 3 capas sigmoidal y capa lineal
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5.3Identificacion delared optima

Se ha realizado un programa que nos permita optimizar el pardmetro Q"2 respecto al
espacio de las capas y el nimero de neuronas.

La definicion del pardmetro estadistico Q"2 tiene el sentido del pardmetro R"2 de
Pearson pero aplicado para prediccion. El error total respecto a la media es calculado
en la etapa de entrenamiento, y el error del modelo es calculado en la etapa de
prediccion, la unidad menos la relacion de errores definen el pardmetro Q2. (Fig. 26)
[19]

0% =1 PRESS
0b c l_ 1SS b l
PRESS = ¥i21(qprea — qP?ed)z TSS = Z?=1(qgngren - qg%tren)z

Como se ha expuesto en secciones anteriores el nimero de datos disponibles es de
1228 dias de informacion. Para la etapa de entrenamiento y validacion se han utilizado
1000 dias datos y para la etapa de prediccion se han utilizado se han utilizado 228
dias. En la figura a continuacion se puede visualizar las dos etapas.
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Figura 26 Modelo en entrenamiento, validacion y prediccion
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5.3.1 Red una capa oculta sigmoidal y capa de salida sigmoidal

La primera arquitectura posee una capa oculta con funcion de activacion sigmoidal y
la capa de salida con funcion de activacion sigmoidal. Se han corrido 8 tratamientos,
es decir, 8 redes, una para cada tratamiento. Como podemos ver en la tabla 6 el
pardmetro que optimizamos en esta arquitectura es el nimero de neuronas en la capa
oculta. Se ha experimentado con 3, 5, 10, 15, 20, 25, 30, 35. La capa de salida tiene 1
neurona pues se tiene un solo valor objetivo. Debido a que la etapa de entrenamiento y
validacion utiliza datos en forma aleatoria, esta respuesta Q*2 es promedio de tres
corridas. Es decir que para generar los resultados de la tabla 6 se han corrido 3 veces
cada tratamiento y luego el promedio de la respuesta Q"2 es el resultado expuesto. En
forma grafica representamos estos resultados en la Fig. 27.

Esta red presenta una respuesta promedio Optima para los tratamientos dos y tres, que
corresponden a las siguientes configuraciones:

tratamiento |capaoculta l |capasalida respuesta
sigmoidal sigmoidal Qan2
0 3 1 0.969
1 5 1 0.971
2 10 1 0.979
3 15 1 0.978
4 20 1 0.977
5 25 1 0.968
6 30 1 0.977
7 35 1 0.975
Tabla 6 Valoresde Q"2red 5.3.1

78



GRAFICO
NUMERO DE NEURONAS VS RESPUESTA

Qan2

% )

0,978
% 0,976 / \ X\\(
L 0,974 / \ [
2 gom |/ \ /
o ] \ /
® 0,968 \;\/

0,966

0 10 20 30 40

NUMERO DE NEURONAS

Figura 27 Respuesta Q"2 vs nimero de neuronasred 5.3.1

5.3.2 Red unacapa oculta sigmoidal y capa de salida lineal

La segunda arquitectura posee una capa oculta con funcioén de activacion sigmoidal y
la capa de salida con funcion de activacion lineal. Se han corrido 9 tratamientos, es
decir, 9 redes, una para cada tratamiento. Como podemos ver en la tabla 7 el
parametro que optimizamos en esta arquitectura es el nimero de neuronas en la capa
oculta. Se ha experimentado con 3, 5, 10, 15, 20, 23,25, 27, 30. La capa de salida tiene
1 neurona pues se tiene un solo valor objetivo. Debido a que la etapa de entrenamiento
y validacion utiliza datos en forma aleatoria, esta respuesta Q"2 es promedio de tres
corridas. Es decir que para generas los resultados de la tabla 5.3.2 se han corrido 3
veces cada tratamiento y luego el promedio de la respuesta Q"2 es el resultado
expuesto.

Esta red presenta una respuesta promedio Optima para el tratamiento 6(Fig. 28) que
corresponde a la siguiente configuracion:
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tratamiento |capaocultal |capasalida respuesta
sigmoidal lineal Qn2
(0] 3 1 0.975
1 5 1 0.975
2 10 1 0.973
3 15 1 0.971
4 20 1 0.976
5 23 1 0.974
6 25 1 0.977
7 27 1 0.976,
8 30 1 0.969
Tabla 7 Valores de Q"2 red 5.3.2
GRAFICO
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Figura 28 Respuesta Q"2 vs nimero de neuronas red 5.3.2
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5.3.3 Red doscapas ocultas sigmoidalesy capa de salida lineal

La tercera arquitectura posee dos capas ocultas con funcion de activacion sigmoidal y
la capa de salida con funcion de activacion lineal. Se han corrido 9 tratamientos, es
decir, 9 redes, una para cada tratamiento. Como podemos ver en la tabla § el
pardmetro que optimizamos en esta arquitectura es el nimero de neuronas en la capa
oculta 1 y el numero de neuronas en la capa oculta dos. Se ha experimentado con 10,
20, 30 neuronas tanto en la capa oculta 1 como en la 2. La capa de salida tiene 1
neurona pues se tiene un solo valor objetivo. Debido a que la etapa de entrenamiento y
validacion utiliza datos en forma aleatoria, esta respuesta Q"2 es promedio de tres
corridas. Es decir que para generas los resultados de la tabla 5.3.3 se han corrido 3
veces cada tratamiento y luego el promedio de la respuesta Q*2 es el resultado
expuesto.

Esta red presenta una respuesta promedio Optima para los tratamientos uno y dos, que
corresponden a las siguientes configuraciones:

tratamiento capaocultal capa oculta 2 capa salida respuesta
sigmoidal sigmodal lineal an2
1 10 10 1 0.976
2 10 20 1 0.972
3 10 30 1 0.970
4 20 10 1 0.970
5 20 20 1 0.974
6 20 30 1 0.964
7 30 10 1 0.963
8 30 20 1 0.970
9 30 30 1 0.974
Tabla 8 Valoresde Q"2 red 5.3.3

5.34 Red trescapasocultassigmoidalesy capa de salida lineal

La cuarta arquitectura posee tres capas ocultas con funcion de activacion sigmoidal y
la capa de salida con funcion de activacion lineal. Se han corrido 27 tratamientos, es
decir, 27 redes, una para cada tratamiento. Como podemos ver en la tabla 9 el
parametro que optimizamos en esta arquitectura es el nimero de neuronas en las capas
ocultas 1, 2, 3. Se ha experimentado con 10, 20, 30 neuronas en las tres capas. La capa
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de salida tiene 1 neurona pues se tiene un solo valor objetivo. Debido a que la etapa de
entrenamiento y validacion utiliza datos en forma aleatoria, esta respuesta Q"2 es
promedio de tres corridas. Es decir que para generas los resultados de la tabla 5.3.4 se
han corrido 3 veces cada tratamiento y luego el promedio de la respuesta Q"2 es el
resultado expuesto.

Esta red presenta una respuesta promedio Optima para el tratamiento 12 que
corresponde a la siguiente configuracion:

tratamiento capaocultal [capaoculta2 |capaoculta3 |capasalida respuesta
sigmoidal sigmodal sigmodal lineal QN2
10 0.9746
10 0.9691
0.9683
0.9732
0.9725
0.963
0.969
0.9729
0.9691
0.9691
0.9721
0.9793
0.968
0.9703
0.9723
0.9725
0.9651
0.9705
0.9719
0.9702
0.9703
0.9742
0.9721
0.9583
0.9703
0.9646
0.9689
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Tabla9 Valoresde Q"2 red 5.3.4

5.35 Determinacion delared optima
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En las secciones anteriores se presentd las simulaciones con 4 arquitecturas de red.

Para cada arquitectura se ha optimizado el numero de capas utilizando como respuesta
el parametro estadistico Q2. Se muestra en la tabla 10 un resumen de los resultados
de la red 6ptima para cada arquitectura.

Arquitectura Numer o 6ptimo de Respuesta
neuronas(NEU)
QZ
1 oculta sigmoidal 1 salida sigmoidal | 15 NEU capa oculta 0.978
1 oculta sigmoidal 1 salida lineal 25 NEU capa oculta 0.977
2 ocultas sigmoidal 1 salida lineal 10 NEU oculta 1 10 NEU oculta2 | 0.976
3 oculta sigmoidal 1 salida lineal 20,10, 30 NEU oculta 1, 2, 3 0.979

Tabla 10 Valores de Q"2 para varias arquitecturas de redes neuronales

El entrenamiento de las redes se ha realizado con datos tomados aleatoriamente, y
como se puede ver en la tabla anterior la diferencia de la respuesta entre redes optimas
de las diversas arquitecturas difiere en el tercer decimal, mas aun se observa que las
redes optimas difieren de las otras por no mas que el segundo decimal, por lo cual
podemos decir que la respuesta de cualquiera de las redes experimentadas es robusto
frente a la variacion de arquitectura y nimero de neuronas.

Para hacer la prediccion de caudal hemos elegido la red 6ptima con una capa oculta de
25 neuronas con funcion de activacion sigmoidal y capa de salida con funcion de
activacion lineal. Redes mas complejas son mas especificas para el grupo de datos
estudiados, disminuyendo su capacidad de generalizacion. Respecto al tiempo
necesario para entrenamiento, con la cantidad de datos utilizados (1000 datos), no
existe una diferencia considerable entre las redes mas complejas y las mas simples,
necesitando en promedio 2.3 minutos las mds simples y 5.2 minutos las mas
complejas, en una maquina iMac 10.1 procesador Intel Core 2 Duo, velocidad del
procesador 3.06, con 1 procesador, cache de nivel 2 de 3MB y 4GB de memoria.

83



Ademas la funcion de activacion lineal en la capa de salida no tiene restricciones
respecto a valores umbral, al contrario de una funcion sigmoidal.

5.4 Comparacion de prediccion con Software Comercial

Se ha calculado la prediccion de caudales mediante el software Neural Machine, de
Dimitri Solomatine, con el objeto de comparar resultados con nuestro programa que
utiliza el Toolbox de Matlab.

Las caracteristicas generales del Neural Machine son:
Numero maximo de entradas: 30
Numero maximo de neuronas en la capa oculta: 30

Numero maximo de neuronas en la salida: 10

Numero maximo de ejemplos de datos: 25000
Opciones de funcion de activacion: sigmoidal y lineal

Debido a que Neural Machine puede tener 30 entradas como méximo, la informacion
de entrada para entrenamiento se redujo de diez dias a tres dias, que para las diez
estaciones completen 30 datos de entrada. Sabemos que esto disminuye la cantidad de
informacion para el entrenamiento de la red, y que obviamente se refleja en los
resultados.

Se presenta en la Fig. 29 la salida grafica de los datos de prediccion generados por el
prototipo (azul) y Neural Machine (rojo). La linea de resultados reales son los de la
linea verde. Vale recalcar que el valor de Q"2 para esta corrida del Neural Machine es
de 0.9473, inferior a los valores obtenidos mediante el prototipo en Matlab
presentados en la seccion 5.3.5. Por inspeccion visual se puede verificar que el
prototipo predice mejor que Neural Machine.
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Figura 29 Grafico de prediccion de caudales con un dia de avance.

Toolbox con dos capas ocultas sigmoidales (azul), salida Neural Machine con una capa oculta de 20
neuronas sigmoidal (rojo), y datos observados (verde).

La red utilizada para esta prediccion es de una capa oculta, capa oculta sigmoidal,
capa de salida sigmoidal, con 20 neuronas en la capa oculta.

5.5 Analisisde eventos extremos

En la seccion anterior se determino que la red optima es una red con una capa oculta
sigmoidal y la capa de salida lineal. El numero de neuronas en la capa oculta en 25
neuronas.

Para evaluar la calidad de la prediccion para caudales bajos, medios y altos se ha
procedido a dividir los 218 datos de prediccion en los percentiles 20 y 80. Los
caudales por debajo del percentil 20 son considerados bajos, los caudales sobre el
percentil 80 son considerados altos, y los caudales entre el percentil 20 y el percentil
80 son considerados caudales medios.

Comparar estadisticamente el comportamiento del modelo en estos tres grupos hemos
utilizado el coeficiente de eficiente de Nash-Sutcliffe, el cual ha sido utilizado
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ampliamente para evaluar modelos hidrologicos [23]. Este coeficiente varia desde -co
hasta 1. Los valores que mas se acercan a la unidad reflejan un mejor comportamiento
del modelo. Este coeficiente se define como[23]:

n(0; — P:)?
ENS =1- ln_l( 1 _1)2
i=1(0; = 0)
Donde:
0;: Caudal observado i

P;: Caudal calculado i

0: Caudal observado promedio

En la tabla 11 se presenta los resultados del coeficiente de eficiencia para los tres
grupos de caudal elegidos.

Caudales Ens
Caudales menores al percentil 20 -12.44
Caudales mayores al percentil 80 0.50
Caudales entre el percentil 20y 80 0.51

Tabla 11 Valores del coeficiente de eficiencia para diversos caudales

En las figuras 30, 31y 32 se muestra la respuesta del modelo para los caudales bajos,
medios y altos.

Se puede observar que para los valores bajos del caudal el modelo tiene poca
correlacion con los datos observados. Este comportamiento refleja el coeficiente de
eficiencia con un valor de -12.44.
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Caudales Medidos vs Calculadas [ Menores Percentil 20 )
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Figura 30 Relacion entre caudales observados y calculados menores al percentil 20

Para valores de caudal alto, es decir para caudales superiores al percentil 80, el modelo
se comporta mucho mejor que para caudales bajos. El coeficiente de eficiencia es de
0.50, lo cual es un reflejo de buena capacidad prediccion.
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Caudales Medidos vs Calculados [ Mayores Percentil 80
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Figura 31 Relacion entre caudales observados y calculados mayores al percentil 80

Para valores de caudal medio, es decir los caudales entre el percentil 20 y el percentil
80, el modelo se comporta bien, esto siendo reflejado por el coeficiente de eficiencia
con un valor de 0.51. El buen comportamiento de prediccion del modelo por lo tanto
es comparable para valores de caudal alto y medio.
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Caudales Medidos vs Calculados [ Entre Percentil 20 y Percentil 80 )
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Figura 32 Relacién entre caudales observados y calculados ente el percentil 20y 80

5.6Andlisisderesultados

En la seccion 5.1 Toolbox de Matlab se estudio la implementacion de un modelo de
red neuronal mediante el uso del toolbox del programa Matlab. La flexibilidad de
implementacion de nimero de capas, neuronas, funciones de activacion, algoritmos de
aprendizaje, y tipos de red, hacen de este programa de gran ayuda para la elaboracion
de un software prototipo.

El toolbox tiene la opcion de clasificacion de datos de entrada en tres grupos. Lo
grupos de entrenamiento, validacion y prediccion. Una caracteristica del
entrenamiento que es destacable es el criterio del “early stopping”, el cual previene del
sobre entrenamiento de la red.

En la seccion 5.2 Tipos de Redes Estudiadas, se ha presentado primero la
implementacién de una red lineal, la cual es de facil implementacion. Sin embargo
este tipo de red no es adecuada para un problema altamente no lineal como el de
prediccion de caudales.
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A continuacion se ha estudiado la implementacion de redes tipo multi-layer
Perceptron MLP. Varios tipos se desarrollaron. La primera una red con una capa
oculta sigmoidal y la de salida lineal, la siguiente una red con dos capas oculta
sigmoidales y la de salida lineal, y finalmente una red con tres capas ocultas
sigmoidales y la de salida lineal. Por simple inspeccion visual se aprecié que los tres
tipos de redes arrojaban buenos resultados, por lo cual se procedi6 a la determinacion
de la red optima.

En la seccion 5.3 Identificacion de la Red Optima, se presento los resultados de las
corridas de varias arquitecturas de red, variando en cada una de ellas el numero de
capas. Las arquitecturas de red estudiadas fueron: Una arquitectura con 1 capa oculta
sigmoidal y la capa del salida sigmoidal, variando el nimero de neuronas se corrieron
8 redes. Una arquitectura con 1 capa oculta sigmoidal y la capa de salida lineal,
variando el nimero de neuronas se corrieron 9 redes. Una arquitectura con 2 capas
ocultas sigmoidales y la de salida lineal, variando el nimero de neuronas se corrieron
9 redes. Finalmente una arquitectura con 3 capas ocultas sigmoidales y la de salida
lineal, variando el nimero de neuronas se corrieron 27 redes. Las 6ptimas de estas
cuatro arquitecturas fueron comparadas, presentando una respuesta bastante similar.
La red optima escogida fue la de una capa oculta sigmoidal y salida lineal con 25
neuronas en la capa oculta, por motivos de generalizacion debido a la simplicidad de
la red, la capacidad de respuesta adecuada por tener una capa de salida lineal, y por
mayor velocidad de entrenamiento respecto a redes mas complejas, siendo su
proporcion para 1000 datos entrenados de 2.3 minutos a 5.2 minutos para las redes
mas complejas.

En la seccion 5.4 Comparacion de prediccion con Software Comercial, se ha
comparado nuestros resultados con los del software Neural Machine. La salida grafica
en la figura 29 de la prediccion de caudales de tres series de caudales, la real, la
estimada con nuestro prototipo en Matlab, y la salida de Neural machine muestran
mejores resultados del prototipo en Matlab. Esto puede deberse a que Neural Machine
permite una entrada maxima de 30 variables, esto significa que para las diez
estaciones se ingresan tan solo 3 dias de historia, mientras que el prototipo recibe 10
dias de historia para hacer la prediccion.

En la seccion 5.5 Analisis de Eventos Extremos, se divido la serie de prediccion en
tres grupos. El grupo de caudales bajos, que correspondes a valores inferiores al
percentil 20. El grupo de caudales altos, que corresponde a caudales superiores al
percentil 80. Y el grupo de caudales medios, que son los caudales entre el percentil 20
y el percentil 80. La prediccion del modelo fue estudiada para cada grupo y comparada
mediante el indice de eficiencia de Nash-Sutcliffe. El modelo present6é mala calidad de
prediccion para caudales bajos, con un valor del indice de -12.44. Para caudales
medios y altos el modelo se comporto bastante bien, reflejando valores del coeficiente
de eficiencia de 0.51 y 0.50 respectivamente.
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CAPITULO 6

ROBUSTEZ DEL MODELO PROPUESTO

6.1 Sensbilidad del modelo a las estaciones

Como se expuso en la parte tedrica de esta tesis, se ha estudiado la sensibilidad del
modelo a la disponibilidad en tiempo real de las variables de entrada.

Para determinar la sensibilidad del modelo a la ausencia de informacion de cada una
de las estaciones de entrada, hemos corrido la red optima con valores nulos de
informacién de una estacion a la vez. El error producido MSE; es dividido para el
error de la red funcionando con todas las estaciones MSE y esto se ha definido como
sensibilidad; esta razén es mas grande cuanto mas afecte la ausencia de datos de una
estacion al modelo. Se presenta en la tabla 12 los resultados de esta simulacién:

Simulacién 1 2 3 4 5| Sensibilidad
mse todas las estaciones | 0.002| 0.002| 0.002| 0.002| 0.002 | Promedio
mse sin est 1 |0.036] 0.033] 0.015] 0.014] 0.007 11
mse sin est 2 |1 0.103] 0.290] 0.528| 0.443| 0.274 159
mse sin est 3 10.005] 0.007| 0.009| 0.016] 0.001 4
mse sin est 4 1 0318] 0.299| 0.222] 0.266| 0.191 133
mse sin est 5 | 0.081] 0.047| 0.054] 0.004| 0.146 36
mse sin est 6 | 0.003| 0.004| 0.002] 0.010| 0.004 2
mse sin est 7 10.012] 0.004| 0.004]| 0.004| 0.011 4
mse sin est 8 | 0.044| 0.043] 0.070] 0.040| 0.156 37
mse sin est 9 | 0.064| 0.062| 0.122] 0.083| 0.099 43

Tabla 12 Sensibilidad promedio del modelo a las estaciones

En la tabla 13 se muestra la sensibilidad promedio del modelo a las estaciones. Para
calcular esta sensibilidad promedio se ha simulado 5 veces y para cada vez se ha
obtenido los MSE correspondientes y con ellos se la sensibilidad para posteriormente
promediarla.
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Estacion Variables Sensibilidad
Cancan_Soldados Precipitacion 11
Chanlud Precipitacion 159
El Portete Precipitacion 4
El Labrado Precipitacion 133
Machangara DJ Chulco Precipitacion 36
Matadero_en_Sayausi Precipitacion 2
Tarqui DJ Cumbe Precipitacion 4
Ucubamba en ETAPA Precipitacion 37
Yanuncay en Pucan Precipitacion 43

Tabla 13 Sensibilidad por estacion

Basados en los valores de sensibilidad las estaciones de mayor importancia para el
modelo estudiado son: Chanlud, El Labrado, Yanuncay en Pucan, Ucubamba en
ETAPA, Machangara DJ Chulco, reflejando menor sensibilidad para el resto de
estaciones. Se ha procedido a calcular la sensibilidad de las estaciones de precipitacion
debido a la dependencia de la variable de caudal de dias pasados con la prediccidon de
caudal.

6.2 Andlisisde Incertidumbre

Como se explicd en la seccion 3.3.2, el analisis de incertidumbre estudiado en esta

tesis se fundamenta en dos fuentes.
9

2 _ 2 2
Oy = Z Oyxi T Oip
i=1

La primera evalta la incertidumbre en la prediccion del caudal que el modelo genera
por imprecisiones estructurales. Es decir, un modelo al ser una representacion de la
realidad es incapaz de capturar exactamente el fenomeno. Por lo tanto existird una
diferencia entre los valores de las variables medidas y las mismas calculadas. En este
caso la prediccion del caudal. Esta diferencia es entonces una deficiencia del modelo
que es importante que sea evaluada, sin considerar dentro de este andlisis posibles
defectos o errores en los datos de entrada. Este término es 0.

Por otro lado, las variables precipitacion y caudal al ser medidas estan afectadas con
errores de diversa indole, los cuales afectaran a la prediccion del modelo. Las mejores
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practicas en la medicion es cierto que limitan estos errores, pero sin embargo el error
en la medicion estara presente. Es por esto que el segundo término estudia la forma de
propagacion de los errores de las variables de entrada a través del modelo. Estos
errores seran ingresados mediante distribuciones alrededor de la media. Asumimos
que la distribucion de los errores es normal para la generacion de estos experimentos
numéricos.

Se ingresa para cada estacion independientemente X; una distribucion de error con
varianza o7 y se obtiene como respuesta ogy;, que es la varianza de prediccion de
caudal debido a la varianza de la precipitacioén de la estacion i. La sumatoria de estas
respuestas es la incertidumbre total del modelo debido a incertidumbre en los datos de
precipitacion.

6.2.1 Incertidumbredel modelo en prediccién

Segun varios test de normalidad la distribucion de los errores de prediccion es normal
(Ver Figura 33). Debido a que el nimero de datos es pequefio (niumero total 218 datos
menos 1 outlier, 217 datos) como medida representativa de la muestra escogemos la
mediana cuyo valor es —0.0189, muy cercano a cero. Procedemos a calcular la
desviacion estandar, su valor es 4.974, y finalmente calculamos su varianza g5 =
24.7407.

Histograma del Errar en Prediccion del Modelo
1DD T T T T T T T T T

Frecuencias absaolutas

0
-25 -20 -15 -10 -5 0 5 10 15 20 25
Error en Prediccidn del kadelo (m3/s)

Figura 33 Distribucion del error en prediccion del modelo
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6.2.2 Propagacion deincertidumbre en medicion

En la medicidén de precipitacion ademdas de los errores de lectura, apreciacion y
transcripcion, existen los errores sistematicos y los errores de medicion por el viento
[22]. Entre los factores que aportan a los errores sistematicos son los errores por
adhesion, por condensacion, por evaporacion y por derramamiento. Estos errores
representan alrededor del 5% de la lectura. Se reporta en la literatura que los errores
por efectos del viento representan hasta un 30% de la lectura de precipitacion [22].
Para abordar este problema se deberian hacer estudios para estimar las correcciones de
las lecturas. En esta tesis, se hace una aproximacion diferente. Se ha cuantificado el
efecto de los errores de medicion de precipitacion en la prediccion del caudal del
modelo.

Para estimar la propagacion de la incertidumbre en los datos de precipitacion del
modelo se ha procedido a fijar el valor medio de cada estacion, y aplicar una
perturbacion a este valor estacion por estacion, para luego calcular la perturbacion en
la salida que produce esta perturbacion en la entrada.

Para aplicar la perturbacion en la entrada se ha ingresado una distribucion alrededor
del valor medio de la estacion (Fig. 34). Esta distribucion simula la distribucion del
error en la medicion de las precipitaciones. No se ha calculado para caudales a causa
de la dependencia del caudal de prediccién con valores de dias anteriores como
variables de entrada.

ENTRADA 1 /\ .
MODELO
ENTRADA 2 E— —

ENTRADA N /\

Figura 34 Esquema de propagacion de los errores de medicidn de precipitacion

SALIDA

Apoyados en la normalidad de los errores de prediccion hemos simulado con una
distribucion normal los errores de medicion en precipitacion. Ademas, la desviacion
estandar se ha variando para ver el efecto de su variacion en la distribuciéon de
respuesta. Las desviaciones estandar de 0.2mm, 0.4mm, 0.6mm y 0.8mm se han
estudiado. En la figura 35 se puede ver la propagacion del error de medicion de
precipitacion por el modelo.
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Los resultados se muestran en la tabla 14.

Distribucian de Error Medicion de Precipitacion

Frecuencia Absoluta

120

100 -

80

Frecuencia Absoluta

40

20+

Distribucian de Error de Prediccidn de Caudal

B0 -

0
0.2 0.1

-3 2 - i 1 2 i 0.1 0.2
Errar Medicion Precipitacian (mm) Error Prediccion de Caudal (m3/s)
Figura 35 Propagacion de la incertidumbre de la medicion de precipitacion
500 simulaciones
Varianza var \anza Varianza | Coeficientea
., L Prediccion . :
Estacion | Precipitacion C Promedio | deajustey=
2 audal
o%i 2 Caudal ax+b
OyXi
0.04 0
Estacion 1 0.16 0.0001
0.36 0.0003
0.64 0.0005 0.00 0.000
0.04 0.0112
Estacion 2 0.16 0.0462
0.36 0.1132
0.64 0.1917 0.09 0.303
Estacion 3 0.04 0.0004 0.00 0.008
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0.16 0.0016
0.36 0.0033
0.64 0.0054
0.04 0.0342
Ectacion 4 0.16 0.1212
0.36 0.2892
0.64 0.5705 0.25 0.898
0.04 0.0002
Ectacion 5 0.16 0.0008
0.36 0.0019
0.64 0.0037 0.00 0.005
0.04 0.001
Edtacion 6 0.16 0.0033
0.36 0.0078
0.64 0.0153 0.01 0.024
0.04 0.0113
Estacion 7 0.16 0.0517
0.36 0.094
0.64 0.1962 0.09 0.301
0.04 0.0033
Estacion 8 0.16 0.0165
0.36 0.0322
0.64 0.0566 0.03 0.087
0.04 0.0001
Estacion 9 0.16 0.0004
0.36 0.001
0.64 0.0016 0.00 0.002

Tabla 14 Varianza del error de prediccion de caudal para diversas varianzas del error de precipitacion

En la tabla anterior podemos ver que la propagacion de la incertidumbre de entrada
depende de cada estacion. Las estaciones 2,4 y 7 tienen los valores mas significativos.
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En la estacion 2 por ejemplo para una desviacion estandar de 0.8mm en la medicion de
precipitacion, la varianza de la respuesta es 0.1917, al contrario que la estacion 1 que
con la misma desviacion estandar propaga una varianza de 0.0005.

La estacion que mayor varianza propaga es la estacion 4, con una valor de 0.5705 para
una desviacion estandar de 0.8mm en la precipitacion.

Es importante observar que las estaciones de mayor sensibilidad como la 2 y la 4
generan una mayor propagacion del error de precipitacion.

Otro analisis importante es la relacion entre la varianza de precipitacion y la varianza
de caudal. Se ha detectado una relacion lineal entre las dos varianzas (Fig. 36).
Podemos ver en la tabla anterior que la relacion mas fuerte existe para la estacion 4.

ErrorCaudal vs Error Precipitacion

0,0018
0,0016

0,0014 /
0,0012

0,001
0,0008

0,0006
0,0004 /
0,0002
v
0
0 0,1 0,2 0,3 0,4 0,5 0,6 0,7

y =0.002x + 2E-05
R?2=0.994

Varianza Error Caudal

Varianza Error Precipitacion

Figura 36 Relacién lineal entre la varianza del error de prediccién de caudalesy la Varianza
del error de Precipitacion

Con estas dos fuentes de incertidumbre, la del modelo y las de propagacion de errores
de medicion, podemos calcular la incertidumbre del modelo en prediccion. Debido a
que la propagacion de incertidumbre depende de la varianza de ingreso en la
precipitacion, los valores de varianza de propagacion se presentaran para una varianza
de 0.64 en las estaciones de entrada.

La incertidumbre del modelo es preponderante sobre la incertidumbre de propagacion
de error en los datos, esto se puede apreciar en la tabla 15.
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500 simulaciones
Incertidum
bre
Precipitaci | Incertidumbredel | Incertidumbredela
Estacion on Modelo Respuesta
Estacion 1 0.64 24.74 0.00
Estacion 2 0.64 24.74 0.19
Estacion 3 0.64 24.74 0.01
Estacion 4 0.64 24.74 0.57
Estacion 5 0.64 24.74 0.00
Estacion 6 0.64 24.74 0.02
Estacion 7 0.64 24.74 0.20
Estacion 8 0.64 24.74 0.06
Estacion 9 0.64 24.74 0.00
Incertidumbre por los
datos= 1.04

Tabla 15 Incertidumbre total del modelo en prediccion

Podemos calcular ahora la la incertidumbre total del modelo. La incertidumbre por
error estructural del modelo es o = 24.7407. por otro lado la incertidumbre por los
datos suma 1.04. Por lo tanto la incertidumbre total es:

9
oy = z Opxi + O = 24.74 + 1.04 = 25.78
i=1
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6.3 Analisisde Resultados

En la seccion 6.1 Sensibilidad del modelo a las estaciones, se determino la
sensibilidad del modelo a las estaciones de entrada. Debido a que este modelo esta
orientado a la prediccion de caudales en tiempo real, es importante garantizar la
disponibilidad de datos para que alimenten al modelo. Sin embargo, por las
condiciones operativas actuales es usual la falta de transmision de datos de algunas
estaciones por diversas circunstancias. Por lo tanto se simula la falta de informacion
estacion por estacion para evaluar las que producen mayor impacto en la prediccion
del caudal. Las estaciones a las cuales el modelo tiene mayor sensibilidad cuando
faltan sus entradas son: Chanlud, El Labrado, Machangara DJ Chulco, Ucubamba en
ETAPA, Yanuncay en Pucan.

En la seccion 6.2 Analisis de incertidumbre, se estudia la incertidumbre del modelo
debido a dos fuentes. La primera es la incertidumbre estructural del modelo. Esto se
relaciona con incapacidad de predecir que el modelo tiene en la etapa de prediccion.
La incertidumbre esta se ha calculado como la varianza de los errores. El valor de
incertidumbre del modelo es 0 = 24.7407 .

La segunda fuente de incertidumbre estudiada es la incertidumbre inducida en el
modelo debido a la incertidumbre en los datos de entrada. Los datos de entrada
estudiados fueron las precipitaciones. La incertidumbre de respuesta se ha observado
que depende tanto de la estacion, como de la incertidumbre de entrada.
Consistentemente se observa una mayor propagacion de incertidumbre en las
estaciones mas sensibles. El mayor valor de incertidumbre se ha producido para la
estacion 4, cuyo valor es 0 = 0.5705, correspondiente a una varianza de entrada de
0.64. La incertidumbre propagada total debido a la incertidumbre en los datos es
1 Opxi=1.04.

Calculados los dos valores de incertidumbre 07 = 24.7407 y Y.7_; 07x;=1.04, se ha
calculado la incertidumbre total o = 25.78, la cual es en un 96% debido a la
incertidumbre estructural del modelo.
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CAPITULO 7

CONCLUSIONESY TRABAJO A FUTURO

7.1Recapitulacion

Esta tesis, “Analisis de Robustez de un Modelo de Redes Neuronales para la
Prediccion de Caudales en la cuenca alta del rio Paute” se ha divido en dos partes. Una
teorica y una basicamente aplicada. La parte aplicada corresponde a los capitulos 4, 5
y 6, de los cuales se han obtenido las conclusiones fundamentales de este trabajo.

En el capitulo 4 se estudio el tratamiento previo de los datos para alimentar el modelo
de redes neuronales. Primeramente la disponibilidad de los datos y los requerimientos
de datos que el modelo necesita, por ser de naturaleza distribuido. Las series de tiempo
concurrentes mas largas disponibles son de 1228 dias, los cuales representan a
registros no continuos desde el 2 de enero del 2002 hasta el 1 de agosto del 2003 para
el primer intervalo y desde el 20 de marzo del 2008 hasta el 30 de diciembre del 2009.

Luego se procedid a estudiar la escala a la que los datos deben ser transformados.
Utilizar la escala adecuada permiti6 el uso de funciones de activacion tipo
sigmoidales, mejord las velocidades de entrenamiento, y aport6 a la disminucion de
errores numMEricos.

Para identificar las variables de entrada al modelo se utilizaron procedimientos
estadisticos como auto-correlacion y correlacion cruzada entre datos de precipitacion y
caudal. Un aporte de datos de 10 dias anteriores tanto en precipitacién y caudal al de
prediccion se determind como adecuado bajo criterios estadisticos y de costo
computacional, cuantificado este por el tiempo de calculo para entrenamiento de los
modelos.

Finalmente en este capitulo se estudio las componentes principales de los datos para
ingreso a la red. Una varianza acumulada del 88.36% se obtuvo con 6 de 10
componentes, los cual reduciria notablemente el costo computacional. Sin embargo,
no se ha procedi6 a la implementacion del modelo mediante el uso de las componentes
principales por condiciones operativas de funcionamiento en tiempo real, necesitando
registros mas prolongados para identificar plenamente las direcciones principales.

105



El capitulo 5 se orientd a la determinacion de la red optima para el modelo y analisis
de resultados de prediccion de caudales. Para esto se implemento varias arquitecturas,
luego se identifico mediante parametros estadisticos la red optima para el problema en
estudio. Una red tipo Multilayer Perceptron con una capa oculta de 25 neuronas con
funcion de activacion sigmoidal y una capa de salida con 1 neurona con funcion de
activacion lineal presentd el mejor desempefio en cuanto a correlacion, mejor
capacidad de generalizacion debido a su simplicidad y mayor velocidad de
entrenamiento. Estas redes estudiadas se implementaron en el Toolbox de Matlab, lo
que facilité enormemente la experimentacion de varias arquitecturas.

Posteriormente los resultados de la red optima se compararon con los resultados del
software comercial Neural Machine. Mejores resultados se obtuvieron del prototipo en
Matlab que del Neural Machine, pensamos que fue debido a que Neural Machine
permite solo 30 variables de entrada, mientras que el prototipo desarrollado en Matlab
para esta tesis corre con 100 variables de entrada.

Finalmente en este capitulo se estudiaron los resultados del prototipo en Matlab por
grupos de datos. El caudal fue dividido en 3 grupos. Caudales bajos, medios y altos,
correspondientes a los percentiles 20, datos entre percentil 20 y 80, y datos sobre
percentil 80. Los mejores resultados se obtuvieron para prediccion de caudales medios
y altos.

El capitulo 6 se estudid la robustez del modelo de redes neuronales. Simulaciones de
caida de estaciones se efectuaron mediante el bloque de entrada de datos estacion por
estacion. Las respuestas fueron variables. Para la caida de un grupo de estaciones la
red respondi6 bien, mientras que para otras la prediccion fue bastante pobre.
Estaciones para las cuales la falta de datos produjo malos resultados se identificaron
como la de mas alta sensibilidad. Métodos estadisticos alternativos pueden ser
utilizados para esta determinacion mediante correlaciones pero esta tesis se ha
enfocado a utilizar el modelo de redes neuronales para esta determinacion. Las
estaciones a las cuales el modelo fue mas sensible son: Chanlud, El Labrado,
Machangara DJ Chulco, Ucubamba en ETAPA, Yanuncay en Pucan,

En cuanto al analisis de incertidumbre se calcul6 para dos fuentes de incertidumbre.
La primera fuente por la incertidumbre estructural del modelo. Esta fuente estd
relacionada con incapacidad de predecir que el modelo tiene en la etapa de prediccion.
El valor de incertidumbre del modelo es 0% = 24.7407 .

La segunda fuente de incertidumbre estudiada es la incertidumbre inducida en el
modelo debido a la incertidumbre en las estaciones de precipitacion. La incertidumbre
de respuesta se ha observado que depende tanto de la estacion, como de la
incertidumbre de entrada. Consistentemente se observa una mayor propagacion de
incertidumbre en las estaciones mds sensibles. La suma total de la incertidumbre de
todas las estaciones de precipitacion debido a los datos es Y, o7y =1.04
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Calculados los dos valores de incertidumbre 07 = 24.7407 y Y.)_; 0y%;=1.04 , se ha
calculado la incertidumbre total o = 25.78, la cual es en un 96% debido a la
incertidumbre estructural del modelo.

7.2Conclusiones

Las conclusiones de este trabajo seran respuestas a los lineamientos trazados por las
motivaciones y los objetivos, general y especificos.

La aplicacion del método de las redes neuronales que hemos aplicado para la
prediccion de caudales con un tiempo de avance de 1 dia ha resultado totalmente
satisfactoria respecto a la calidad de los resultados, y a la velocidad de calculo, como
respalda la literatura y los resultados de esta tesis [25].

Se ha logrado programar una herramienta computacional para la prediccion de
caudales en tiempo real. El alto paralelismo en el procesamiento de informacion de las
redes neuronales permite generar predicciones de caudal en segundos [26]. Si bien el
entrenamiento de la red toma minutos, una vez entrenada y validada la red el célculo
de prediccion es inmediato.

Los modelos hidrologicos conceptuales utilizan para prediccion de caudales
parametros muy diversos acerca de las caracteristicas de la cuenca y su clima. Su
obtencion es costosa y toma tiempo en obtener registros representativos. En esta tesis
se ha comprobado que este modelo de redes neuronales que es un modelo basado en
los datos presenta facilidades de implementacion que otros modelos no poseen, y por
lo tanto es una opciéon muy valida para modelar fendmenos. Sin embargo, al ser un
modelo que basa su conocimiento en los datos, es imprescindible asegurar la calidad
de los mismos.

Basados en el andlisis de sensibilidad e incertidumbre se estudid la robustez del
modelo de redes neuronales. Para las estaciones que el modelo presenta baja
sensibilidad el modelo es bastante robusto ante la falta de informacion de las mismas.
Para las estaciones que el modelo presenta alta sensibilidad se podria entrenar redes
que hagan prediccién sin aquellas estaciones, es decir, entrenar redes de contingencia.

Los resultados de prediccion son bastante aceptables como se pudo observar en el
capitulo 5. Ademas en la comparacion con el software comercial Neural Machine el
prototipo desarrollado presentd mejores resultados, identificando como causa principal
la capacidad de alimentar con mas variables de entrada al modelo.
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La robustez del modelo frente a la incertidumbre tanto en la incertidumbre estructural
del modelo como en la incertidumbre de las medidas de precipitacion se ha estimado
en o = 25.78, es decir que la desviacion estandar del error del modelo debido a estas
dos fuentes es oy = 5.08 , lo cual tiene el orden de los caudales mas bajos. Esta
incertidumbre se refleja en la baja correlacion que tiene el modelo justamente en el
grupo de caudales menores que el percentil 20. Para los caudales medios y altos como
se han definido en la capitulo 5, el modelo es robusto frente a este valor estimado
incertidumbre.

Existen muchas opciones de arquitecturas de red para resolver este problema de
prediccion, como se mostro en el capitulo 5. Se compararon 53 arquitecturas de red y
todas ellas presentaron resultados muy similares, lo cual muestra la robustez del
modelo independientemente del la arquitectura utilizada. La arquitectura optima
elegida es una red tipo Multilayer-Perceptron con una capa oculta con 25 neuronas y
funcién de activacion sigmoidal. Una capa de salida con funciéon de activacion lineal,
y fue entrenada mediante el algoritmo Levenberg-Marquardt. Esta red es relativamente
sencilla y por lo tanto el tiempo de computo tanto en entrenamiento como en
prediccion es limitado.

Finalmente, se ha logrado utilizar como parametros que miden la robustez del modelo,
el analisis de sensibilidad y el analisis de incertidumbre. Si bien es cierto que durante
la ultima década se ha trabajado en estos tdpicos, una definicion estandar de los
mismos es necesaria [17]. Se ha realizado estos analisis reconociendo las condiciones
de operacion y la realidad de disponibilidad de datos. Por ello el analisis de
sensibilidad a la disponibilidad de datos de estaciones y el analisis de incertidumbre
del modelo debido a la incertidumbre del modelo y de las incertidumbres en medidas
de precipitacion han sido parametros adecuados que reflejan la robustez del modelo
para operacion en tiempo real.

7.3Trabajo afuturo

Si bien es cierto hemos delimitado los estudios de esta tesis con el fin de que se
cumplan con los lineamientos generales propuestos en la misma, sin embargo se han
encontrado temas que ameritan mayor desarrollo con el fin de que se solucionen de
mejor manera varios aspectos.

Como se observd en la seccion 5.4 los resultados del software Neural Machine
presentd resultados menos favorables que el prototipo que se ha desarrollado en
Matlab, debido a un nimero menor de dias de historia que alimentan su red. Por ello
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seria importante estudiar el efecto en la calidad de prediccion con un nimero mayor de
dias de historia que los 10 que se ha utilizado en esta tesis.

Relacionado también con las variables de entrada al modelo de redes, esta el estudio
de las componentes principales de las estaciones. Si bien es cierto que este método
exigiria la misma cantidad de estaciones para calcular las componentes principales, sin
embargo luego de la eleccion del nimero de componentes principales que representen
una varianza acumulada representativa de alrededor del 90%, se podria alimentar al
modelo con menor variables de mayor calidad, permitiendo asi mejorar los tiempos de
entrenamiento y prediccion.

Debido a pobre calidad de prediccion del modelo para caudales bajos es importante el
estudio de la calidad de la informacion obtenida de las estaciones. Los caudales bajos
son del orden de la incertidumbre del modelo, por lo tanto son més vulnerables a ruido
e informacion defectuosa utilizada. Es necesario desarrollar métodos para evaluar esta
calidad y estudios para calcular su confiabilidad y posible correccion.

Relacionado con la calidad de los datos, es necesario realizar un analisis de las fuentes
de error aplicado a nuestra realidad. Existe bibliografia que muestra esta problematica
en otros paises, sin embargo un estudio de este aspecto por parte de las instituciones
que monitorean la cuenca de rio Paute no se ha realizado.

En la etapa de recopilacion de informaciéon se obtuvo registros de precipitacion y
caudal de varias instituciones. La poca continuidad temporal de la informacion refleja
que por diversas razones logisticas estos registros no son permanentes. Para el
adecuado funcionamiento en tiempo real del modelo realizado en esta tesis es
necesario contar por lo menos con las estaciones mds sensibles. Por lo tanto es
necesaria la realizacion de redes de contingencia, las cuales deben estar orientadas a
prediccion en periodos prolongados de ausencia de ciertas estaciones, para lo cual
estas redes deben ser entrenadas en estas condiciones.
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